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1 Motivation

In dieser Ausarbeitung wird der Artikel �Hierarchical, Parameter-Free Com-
munity Discovery�[13], der 2008 von den Autoren Spiros Papadimitriou, Ji-
meng Sun, Christos Faloutsos, und Philip S. Yu verö�entlicht wurde, behan-
delt.

In der Praxis tri�t man häu�g auf groÿe Bipartite Graphen. Diese treten
unter anderem in folgenden Bereichen auf:

1. Information Retrieval

2. Collaborative Filtering

3. Social Networks

Das erste Anwendungsgebiet Information Retrieval bildet in der Form einen
bipartiten Graph, dass eine Anzahl an Dokumenten vorliegt und es verschie-
dene Suchanfragen mit unterschiedlichen Ausdrücken geben kann, so dass der
Graph auch als Dokument-Ausdruck-Graph bezeichnet werden kann. In dem
Gebiet des Collaborative Filtering werden Produkte zu Personen zugeordnet,
so dass ein Person-Produkt-Graph entsteht. Als drittes Beispiel sind die So-
cial Networks zu nennen bei denen Personen Gruppen zugeordnet werden.
Um die Vorgehensweise des vorgestellten Algorithmus besser zu verstehen,
wird ein Beispiel benutzt. Gegeben ist eine Menge von Autoren und eine
Menge von Konferenzen. Es existiert eine Kante zwischen Autor und Konfe-
renz, wenn der betre�ende Autor einen Vortrag auf dieser Konferenz gehalten
hat. Zusätzlich, wie an Abbildung 1 zu erkennen, wird angenommen, dass die
Autoren und Konferenzen nur aus den Bereichen der Informatik/Computer
Science bzw. Medizin/medicine stammen.

Abbildung 1: Bipartiter Graph - Autoren und Konferenzen

Untersucht werden sollen Bipartite Graphen zum Beispiel unter dem Ge-
sichtspunkt von nützlichen Mustern. Das heiÿt das Augenmerk liegt auf der
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Entdeckung von Communities. Wie sind aber Communities in diesem Fall
de�niert?

Abbildung 2: Mögliche Subgraphen

Anhand des Schaubilds 2 lassen sich verschiedene Unterteilungen des Gra-
phen in Communities erkennen. Communties sind also Subgraphen des Ur-
sprungsgraphen. In Abschnitt 3 werden diese aber vollständig de�niert. Wie
lassen sich diese Subgraphen nun �nden und an welcher Stelle wird gesucht?
Vorige Algorithmen suchten diese Muster vor allem an zwei Stellen.

1. global, Muster werden nur im gesamten Graph untersucht

2. lokal, Muster werden nur in Subgraphen der Blatt-Ebene untersucht

Das heiÿt entweder wurden Muster gesucht, die für den gesamten Graphen
gelten oder Muster, die nur für die Blätter gelten. Der Ansatz des Artikels ist
nun, die Muster auf allen Ebenen des Graphen zu entdecken und darzustellen.
Dabei soll der Nutzer über den Graph navigieren können ohne Parameter
eingeben zu müssen.

2 Einordnung

Um den Algorithmus besser einordnen zu können, werden im folgenden al-
ternative Ansätze zum Thema Data Mining diskutiert. Groÿe Ähnlichkeit
zum vorliegenden Ansatz haben die Themen Collaborative Filtering [6] und
Finden überlappender Communities in sozialen Netzwerken[4], da diese drei
zum Bereich des Community-Mining gehören. Als Grundlage für diese drei
Ansätze kann der Artikel Ontologies are us: A uni�ed model of social net-
works and semantics [11] herangezogen werden, in dem die Grundlagen des
Community-Mining erklärt werden. Dabei hat der Ansatz des Collaborative
Filtering die Einschränkung, dass hier nur die globale bzw. lokale Ähnlichkeit
betrachtet wird und ,wie oben beschrieben, die Zwischenebenen auÿer Acht
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gelassen werden. Das Thema Finden überlappender Communities in sozialen
Netzwerken beschä�tigt sich mit der Au�ndung von überlappenden Com-
munities, die in bei dem in dieser Ausarbeitung vorgestellten Algorithmus
nicht beachtet werden. Hier werden diese sogar durch eine Einschränkung
ausdrücklich nicht berechnet.
Verwandt mit dem Themenbereich des Community-Mining ist die Subgrup-
pen Entdeckung. Auch in dem Artikel Tight optimisticestimates for fast sub-
group discovery [7] geht es um eine schnelle und e�ektive Entdeckung von
Subgruppen. Dies wird durch die Benutzung einer Qualittätsfunktion reali-
siert.
Die untersuchten Subgruppen werden auch als häu�ge Muster bezeichnet.
Kapitel 5.2 aus dem Grundlagenbuch Data Mining - Concepts and Tech-
niques [5] und die Artikel Komprimierte Muster [1], Erweiterung auf Zeichen-
ketten in verteilten DatenbankenZeichenketten und Erweiterung auf Sequen-
zen[3] beschäftigen sich mit dem Frequent Set Mining. Eben mit häu�g auf-
tretenden Mustern. Bei dem vorliegenden Artikel werden häu�g auftretende
Muster in Graphen untersucht. Dies ist eine weitere Anwendung des Fre-
quent Set Mining ebenso wie die beiden letzten Artikel eine Erweiterung auf
Zeichenketten in verteilten Datenbanken bzw. auf Sequenzen darstellen. Das
Thema zur Komprimierung der Muster �ndet sich auch in diesem Artikel[13]
wieder, da wie später noch beschrieben die Minimum Description Length die
möglichst e�ektive Kodierung einer Datenmenge umschreibt, so dass eine
Komprimierung der Datenmenge statt�ndet.
Die Themen zum Bereich der Top-Down Induction of Decision Trees haben
in so fern Zusammenhänge mit dem vorgestellten Thema als, dass auch bei
diesen frequent item sets in einer einer besonderen Art von Graph, nämlich
Bäume, gesucht werden. Die Grundlagen sind im Handbuch der künstlichen
Intelligenz unter Kapitel 14 zu �nden. Allerdings wurde bei dem vorliegen-
den Artikel[13] keine Überlegungen zur Anwendung auf verteilte Datenban-
ken getro�en. Im Gegensatz dazu ist dieser Bereich für Decision Trees gut
untersucht, so dass es zwei verschiedene Möglichkeiten mit Cascade RSVM in
peer-to-peer networks [10] und Distributed decision tree induction in peer-to-
peer systems [9] existieren, um die Suche nach frequent item sets in verteilten
Datenbanken zu lösen.
Desweiteren existieren noch die Support-Vector-Machines, kurz SVM, die sich
ebenfalls mit der Mustererkennung befassen. Die Grundlagen lassen sich an-
hand des Tutorials A tutorial on support vector machines for pattern recogni-
tion[2] gut nachvollziehen. Hier werden Muster mithilfe von Trennungsebe-
nen abgegrenzt. Dies kann durch lineare Trennungsebenen geschehen. Meist
reichen diese aber nicht aus und es werden Hyperebenen höherer Dimension
herangezogen. Um diese Vorgehensweise noch zu optimieren können wie in
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dem Artikel Fast training of support vector machines using sequential mi-
nimaloptimization[12] noch schnellere Algorithmen benutz werden. Zusätz-
lich können die SVM noch, wie in dem Artikel Large Margin Methods for
Structured and Interdependent Output Variables [8]aufgezeigt, auf strukturel-
le Ausgaben erweitert werden. Abschlieÿend können die gefundenen Muster
mithilfe von strukturellen SVM�s noch mit Labeln versehen werden. Die-
ses Vorgehen wird im Paper Exact and approximate inferencefor annotating
graphs with structural SVMs [14] beschrieben.

3 Grundlagen

Um auf Graphen arbeiten zu können müssen diese in eine Form gebracht
werden in der diese e�zient bearbeitet werden können. Dazu werden diese
kodiert. Um die Kodierung der Graphen verständlicher zu machen, werden
im folgenden die Grundlagen an Münzwürfen verdeutlicht. Die Anzahl der
benötigten Bits für die Kodierung wird Description Length genannt.

3.1 Minimum Description Length

3.1.1 Kodierung

Grundlegend ist die Fragestellung die folgende: �Wie kann eine Datenmenge
kodiert werden?�. Zusätzlich soll dieses Vorhaben möglichst e�zient durch-
geführt werden.
Um eine Datenmenge zu kodieren benötigen wir als erstes ein Modell das
diese Datenmenge beschreibt. Da aber eine groÿe Anzahl an Modellen un-
terschiedlicher Komplexität existiert, muss eine Auswahl statt�nden. Wie
oben erwähnt sollte das ausgewählte Modell möglichst e�ektiv die Daten-
menge kodieren. Daher sollten häu�g auftretende Muster in der Datenmenge
möglichst kurz kodiert werden. Daraus folgt dann auch eine möglichst groÿe
Komprimierung der Daten. Dieses Vorgehen lässt sich am einfachsten an ei-
nem Beispiel erläutern.

Betrachten wir ein einfaches Beispiel von Münzwürfen. Hierbei werden die
Möglichkeiten betrachtet, die bei zwei aufeinander folgenden Münzwerfen
auftreten können. In der nachfolgenden Tabelle sind die Möglichkeiten mit
dem zugehörigen Code aufgezeigt.

Wurf 1xKopf1xZahl 2xZahl 2xKopf
Kodierung 1 10 11
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Dabei wird die zur Hälfte auftretende Möglichkeit von 1x Kopf, 1xZahl mit
dem kürzesten Code von 1 kodiert. Die Wahrscheinlichkeit für 2xZahl und
2xKopf ist nur halb so groÿ. Daher wird an diesen Stellen ein längerer Code
benutzt. Wie lässt sich nun eine Formel für die Codelänge de�nieren?

Die Codelänge einer Möglichkeit wird durch l1 = −log2P (zi) de�niert. Dar-
aus folgt die durchschnittliche Codelänge mit Länge≥ −

∑
Pr(zi)log2(Pr(zi)).

Es gilt Gleichheit, wenn P (zi) = A−li ist. Dabei ist A, die Anzahl der verwen-
deten Zeichen. Für das oben genannte Beispiel würde ebenfalls die Gleichheit
gelten. Dies lässt sich an folgender Gleichung ersehen.

P (2K) = 1/4 = 2−2 = A−li , A = 2, li = 2

Nachfolgend wird die Shannon-Entropie H, die die Länge auf die gleiche
Art berechnet, verwendet.

3.1.2 Vergleich von zwei Modellen

Nun wurde die Kodierung de�niert. Aber wie sieht die Kodierung in der Pra-
xis aus? Dies wird wieder anhand eines einfachem Beispiel von Münzwürfen
behandelt.
Gegeben eine binäre Sequenz A := [a(1), a(2), ..., a(n)] von n Münzwürfen.
Sei M (1) ein einfaches Modell, das die Anzahl h, h ≤ n an Kopfwürfen spe-
zi�ziert. Zur Vereinfachung der Berechnung werden wir die Kosten wie folgt
de�nieren.

De�nition 1 : Codelength and description complexity 1 Gegeben A ei-
ne Adjazenzmatrix, M (1) ein Modell. C(A|M (1)) beschreibt die Code-Länge
für A und C(M (1)) beschreibt die Modell-Beschreibungskomplexität. Insge-
samt ist dann C(A, M (1)) := C(A|M (1)) + C(M (1))

Um die E�ektivität bei der Kodierung abzudecken wird das Prinzip der Mi-
nimum Description Length verwendet. Das heiÿt es wird stets das Modell
benutzt, welches am wenigsten Bits zur Kodierung braucht.
Aus der obigen De�nition folgend kann die Kodierung der Datenmenge mit
C(A|M (1)) := nH(h/n) beschrieben werden. Dabei wird der Faktor n ver-
wendet, da es n Münzwürfe sind. Der Anteil der Kopfwürfe lässt sich durch
C(M (1)) := log∗n + dlog(n + 1)e beschreiben. Insgesamt ist die Codelänge
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C(A, M (1)) := nH(h/n) + log∗n + dlog(n + 1)e.
Um den Unterschied bei den verschiedenen Modellen zu betrachten wird ein
zweites, komplexeres Modell herangezogen. Dieses teilt die Sequenz in zwei
Teile n1 ≥ 1 und n2 = n−n1. Hier brauchen wir die Anzahl der Kopfwürfe für
den ersten Teil, h1 ≤ n1, und die Anzahl für den zweiten, h2 ≤ n2. Die Da-
tenmenge kann in diesem Fall durch C(A|M (2)) := n1H(h1/n1)+n2H(h2/n2)
Bits kodiert werden. Dann kann das Modell M (2) ≡ {h1/n1, h2/n2} mit
C(M (2)) := log∗n + dlogne + dlog(n − n1)e + dlog(n1 + 1)e + dlog(n2 + 1)e
Bits beschrieben werden. Insgesamt kann die Codelänge für die komplexere
Variante durch diese Gleichung C(A, M (2)) := n1H(h1/n1) + n2H(h2/n2) +
log∗n+dlogne+dlog(n−n1)e+dlog(n1+1)e+dlog(n2+1)e beschrieben werden.

Im weiteren folgt der Vergleich der beiden Modelle. Gegeben zwei binäre Se-
quenzen A1 := {0, 1, 0, 1, ..., 0, 1} und A2 := {0, ..., 0, 1, ..., 1} mit jeweils 16
Münzwürfen. Nach Benutzung der zuvor de�nierten Formeln können folgen-
de Werte für die erste Sequenz berechnet werden. C(A1, M

(1)) ≈ 16+15 = 31
und C(A1, M

(2)) ≈ 15 + 19 = 34
Aus den Werten lässt sich ersehen, dass das erste Modell weniger Bits zur
Kodierung braucht. Die erste Sequenz wird zwar besser von dem zweiten
Modell kodiert, aber durch die Komplexität werden mehr Bits gebraucht, so
dass das Modell M (1) insgesamt besser komprimiert.
Für die zweite Sequenz lässt sich aus den Werten ersehen, dass das zweite Mo-
dell weniger Bits verbraucht. C(A2, M

(1)) ≈ 16+15 = 31 und C(A2, M
(2)) ≈

0 + 24 = 24.
Aus den Ergebnissen lässt sich ersehen, dass es kein Modell gibt, welche jede
beliebige Datenmenge minimal kodiert. Um eine möglichst e�ektive Kodie-
rung zu realisieren, muss eine Auswahl aus der Menge der Modelle getro�en
werden.
Nachfolgend wird die Kodierung für Graphen erläutert.

3.2 Bipartite Graphen und Kodierung

3.2.1 Bipartite Graphen

Es wurde die Kodierung anhand von Modellen aufgezeigt. Es ist in diesem
Anwendungsfall nur ein Graph gegeben, keine Modelle. Wie lässt sich die Co-
delänge für Graphen de�nieren? Auch hier ist die Kodierung von Mustern,
anstatt der Kodierung von einzelnen Knoten, im Zentrum der Aufmerksam-
keit. Diese Muster bilden dann die gesuchten Communities. Bei der Zerlegung
in Subgraphen/Communities sind drei wichtige Eigenschaften zu berücksich-
tigen.
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• zusammenhängend, d.h. die Subgraphen sollen möglichst viele Kanten
innerhalb besitzen und zu anderen Subgraphen möglichst wenige

• �exibel, die Struktur soll möglichst wenige Einschränkungen haben,
aber dennoch gut automatisierbar sein

• progressiv, die Zerlegung soll in hierarchischer Weise nach und nach
den Graph unterteilen

Zunächst müssen Bipartite Graphen und deren Subgraphen de�niert werden.

De�nition 2 : Bipartite graph and subgraph 1 Gegeben sei ein bipar-
titer Graph G ≡ (I, J, A) mit I := {1, 2, ...,m} Quellknoten, J := {1, 2, ..., n}
Zielknoten und A := [a(i, j)] einer binären m x n - Adjazenzmatrix. G′ ≡
(I ′, J ′, A′) ist ein Subgraph von G, wenn I ′ ⊆ I, J ′ ⊆ J und A′ := [a(i′, j′)]
für alle i′ ∈ I ′ und j′ ∈ J ′

Zusätzlich gibt es eine weitere Einschränkung bei der Zerlegung.

De�nition 3 : Subgraph partitioning 1 Sei G ≡ (I, J, A). Der Graph
wird so partitioniert, dass die Vereinigung der Subgraphen{G1, G2, ..., GT}
wieder G entspricht

3.2.2 Kodierung

Wie zuvor beschrieben werden wir den Graphen hierarchisch durchlaufen.
Dazu wird der top-down-Ansatz verwendet. Bei jeder Anwendung wird eine
m x n - Matrix, A, übermittelt. Diese beinhaltet entweder den gesamten
Graph(auf der ersten Ebene) oder einen Teilgraphen. Bei der Kodierung sind
nun zwei Fälle zu berücksichtigen.

• 1. Der Basis-Fall, de�niert das Random-Graph-Modell

• 2. Der rekursive Fall, de�niert das partitionierte Graph-Modell

3.2.3 Der Basis-Fall

Bei dieser Kodierungsart wird angenommen, dass in dem betre�enden Graph
keine Muster enthalten sind und eine Kante mit Wahrscheinlichkeit p(A)
gewählt wird. p(A) spezi�ert die Dichtefunktion. Aus diesen Annahmen folgt,
dass sich der Graph mit aus der De�nition 4 ersehbaren Anzahl von Bits
kodieren lässt.
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De�nition 4 : Random graph model 1 C0(A) := dlog(|A|+1)e +d|A|H(p(A))e
Bits

Der erste Teil der Gleichung stellt die Kodierung der Dichtefunktion dar. Der
zweite Teil die Kodierung der Kanten.

3.3 Der rekursive Fall

Den interessanteren Fall bezüglich der gegebenen Aufgabenstellung stellt der
rekursive Fall dar. In dieser Situation wird von Muster im Graphen ausgegan-
gen und es �ndet eine Partitionierung in Subgraphen statt. Das heiÿt es wird
versucht Gruppen von Knoten zu �nden. Da der Graph als Adjazenzmatrix
vorliegt, wird die Partitionierung durch eine Zerlegung in Kacheln erreicht.
Auch hier müssen drei Einschränkungen bei der Zerlegung beachtet werden:

• 1. exklusiv, es darf keine Überlappung bei der Zerlegung in Kacheln
vorkommen

• 2. komplett, die komplette Adjazenzmatrix muss von den Kacheln über-
deckt werden

• 3. hierarisch, die Zerlegung in Kacheln �ndet rekursiv statt

Allgemein erhält man so T = k · l Subgraph-Kacheln. Wobei k die Anzahl
der Quellknotengruppen Ip beschreibt, mit 1 ≤ p ≤ k und l die Anzahl der
Zielknotengruppen Jq beschreibt, mit 1 ≤ q ≤ l. Die zugehörigen Submatri-
zen sind dann durch Ap,q := [a(Ip, Jq)] für 1 ≤ p ≤ k und 1 ≤ q ≤ l, de�niert.
Insgesamt folgt daraus, dass die Zerlegung einem Schachbrettmuster folgt.
An dem folgenden Schaubild lässt sich die Struktur anschaulich erkennen.
Dabei ist I1 die Menge der �computer science researcher�, I2 die Menge der
�medical researcher�. Die Konferenzen J1 und J2 sind analog de�niert. Da die
Schachbrett-Struktur auch als Kartesisches Produkt der Quell- und Zielkno-
tenpaare aufgefasst werden kann, ergeben sich die folgenden Subgraphen:

• G1 = (I1, J1, A1,1)

• G2 = (I1, J2, A1,2)

• G3 = (I2, J1, A2,1)

• G4 = (I2, J2, A2,2)
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Abbildung 3: Schachbrettmuster

Für die Übermittlung von k bzw. l werden dlogme Bits bzw. dlogne Bits
benötigt. Für die Partitionierung von I1, ..., Ik, d.h. der m Quellknoten in k
Quellknotengruppen brauchen wir dlog

(
m

m1...mk

)
e Bits. Für die Partionierung

der n Zielknoten dlog
(

n
n1...nl

)
e Bits. Unter Benutzung der Stirling-Formel be-

kommen wir die folgende Abschätzung log
(

m
m1...mk

)
≈ mH(m1

m
,...,mk

m
). Durch

diese Abschätzung lässt sich die Verbindung zu den Grundlagen der Ko-
dierung erkennen. Abschlieÿend muss die Kodierung der k · l-Submatrizen
rekursiv aufgerufen werden. Insgesamt folgt hieraus die folgende Kostenglei-
chung:

De�nition 5 : Partitioned graph 1 C1(A) := dlogme+dlogne+dlog
(

m

m1...mk

)
e+

dlog
(

n
n1...nl

)
e+

∑k
p=1

∑l
q=1 C(Ap,q)

Da eine rekursive Komponente in einer Kostengleichung zu viel Rechenauf-
wand bedeuten würde, wird dieser Teil der Gleichung durch eine Heuristik
ausgetauscht. In der Praxis ist diese Heuristik trotzdem sehr gut und kommt
der ursprünglichen Berechnung sehr nahe. Für den Algorithmus wird daher
diese Gleichung verwendet:

De�nition 6: Partitioned graph(heuristical) 1 C ′1(A) := dlogme+dlogne+
dlog

(
m

m1...mk

)
e+ dlog

(
n

n1...nl

)
e+

∑k
p=1

∑l
q=1 C0(Ap,q)

Gegeben ein Graph mit (I, J, A), können die Kosten für die Kodierung fol-
gendermaÿen berechnet werden:
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De�nition 7 : Total hierarchical codelength 1 C(A) := 1+min{C0(A), C ′1(A)}

Im weiteren wird der Begri� der Communities für diese Anwendung de�niert.

3.4 Context-speci�c Cluster-Tree(CCT)

In diesem Abschnitt wird der Begri� Kontext de�niert, der die gesuchten
Communities beschreibt. Daraus folgend wird die De�nition der gesuchten
Struktur des Cluster-speci�c Cluster Trees erläutert.

3.4.1 Kontext

Da nun ein Kostenmaÿ für den Vergleich der Modelle in Graphen vorliegt,
wird die detaillierte De�nition der gesuchten Communities notwendig.

De�nition 8: Context 1 Gegeben Mengen von Paaren von Quell- und Ziel-
knoten (Ii, Ji), ein Kontext von (Ii, Ji) ist jedes Paar (Ic, Jc) für das gilt:
Ii ⊆ Ic und Ji ⊆ Jc

Anschaulich bildet ein Kontext einen Aspekt der gegebenen Datenmenge ab.
Daraus folgt, dass verschiedene Kontexte auch verschiedene Aspekte der-
selben Datenmenge abbilden. In Abbildung 4 sind mögliche Kontexte rot
eingerahmt.

Abbildung 4: Mögliche Kontexte
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Dazu zählt zum Beispiel der Kontext der Bioinformatik im Schnittbereich der
Autoren der Informatik, die auf Medizin-Konferenzen einen Vortrag gehalten
haben.
Weiterhin ist noch eine De�nition für den minimalen hierarchischen Kontext
notwendig.

De�nition 9: Minimal hierarchical context 1 Der minimale hierarische
Kontext in einer Menge von Kontexten ist der Kontext (Imc, Jmc) für den gilt,
dass kein anderer Kontext (Ic, Jc) existiert mit Imc ⊆ Ic und Imc ⊆ Jc

3.4.2 CCT

Mit dem Begri� des Kontextes und der vorhergehenden Zerlegung in Sub-
graphen lässt sich nun die gesuchte Struktur zur Darstellung der gefundenen
Communities de�nieren.

De�nition 10 : Context-speci�c Cluster Tree 1 Die Menge aller Sub-
graphen der progressiven, hierarischen Zerlegung bildet den Context-speci�c
Cluster Tree.

Zur besseren Veranschaulichung der De�nition zeigt der CCT des laufen-
den Beispiels, die Kontexte auf den unterschiedlichen hierarchischen Ebenen.
Dieser ist in Abbildung 5 aufgetragen.

Abbildung 5: Vollständiger Context-speci�c Cluster Tree

Im nächsten Abschnitt wird der Algorithmus zur Berechnung des Cluster-
speci�c Cluster Tree vorgestellt und die einzelnen Bestandteile erläutert. Zu-
sätzlich wird die Laufzeit des Algorithmus vorgestellt.
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4 Der Algorithmus

Zuerst wird eine kurze anschauliche Erklärung des Algorithmus folgen. Im
Anschluss daran wird der Algorithmus und dessen Bestandteile im Detail
erklärt.

Die Suchstrategie des Algorithmus ist ein top-down-Ansatz. Als erster Schritt
wird das Schachbrettmuster des parititionierten Graph-Modell für den gege-
benen Graphen ermittelt und dann mit den Kosten für das Random-Graph-
Modell verglichen. Wenn das partitionierte Modell besser bezüglich der Kos-
ten sein sollte, wird der Algorithmus rekursiv auf die ermittelten Subgraphen
angewendent. Wenn das Random-Graph-Modell e�zienter sein sollte, stoppt
der Algorithmus. Insgesamt konvergiert der Algorithmus in den lokalen Mi-
nima der verschiedenen Subgraphen.

4.1 Bestandteile des Algorithmus

4.1.1 Hierarchical

Abbildung 6: Algorithmus zur Au�ndung des CCT�s

Dem Teilalgorithmus wird ein Graph übergeben und auf diesen wird der
Algorithmus Split angewendet. Dieser soll das partitionierte Graph-Modell
�nden. Nach der Rückgabe von Split wird die Codelänge des ermittelten Mo-
dells mit der des Random-Graph-Modell verglichen. Wenn das partitionierte
Modell kürzer sein sollte, wende Hierarchical auf die ermittelten Subgraphen
an, ansonsten stoppe. An dem Schaubild 7 lässt sich auf dem Level 1 erken-
nen, dass für drei Subgraphen das partitionierte Modell besser ist und für den
Subgraphen G3 das Random-Graph-Modell die bessere Kodierung bedingt.

4.1.2 Split

Der Algorithmus Split startet mit einer Quell und einer Zielpartition. Der
Algorithmus bestimmt Anzahl der Quell- und Zielpartitionen. Dazu werden
als erstes die Quellpartitionen betrachtet, um diese dann zu erhöhen. Daher
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Abbildung 7: Ausschnitt des CCT�s

Abbildung 8: Algorithmus zur Bestimmung der Anzahl der Quell- und Ziel-
partitionen

werden die Zielpartitionen fest gehalten. Die folgenden Schritte werden noch
einmal für die Zielpartitionen wiederholt und die Quellpartitionen werden
nicht verändert.
Als erster Schritt wird die Partition p∗ bestimmt, die den maximalen Entro-
piewert und daher das gröÿte Optimierungspotenzial besitzt. Dies wird an-
hand der folgenden Gleichung berechnet:

p∗ := argmax1≤p≤k
∑

1≤q≤l

|Ap,q|H(p(Ap,q))

mp

Hier wird für jede Quellpartition die Anzahl der Elemente der Matrix mit
der Entropie der Dichtefunktion multipliziert und dies durch die Dimension
der Quellpartitionen geteilt.
Im weiteren wird die Anzahl der Quellpartitionen um 1 erhöht, so dass eine
neue Partition konstruiert werden kann. Dazu wird geprüft, welche Knoten,
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wenn sie in die neu konstruierte Partition verschoben werden, eine Senkung
der Entropie der ausgewählten Partition p∗ bedingt.
Im zweiten Schritt des Algorithmus wird die Menge der Partitionen dem Al-
gorithmus Shu�e übergeben. Dieser soll die Zuteilung der Knoten zu den
Partitionen verbessern.
Im dritten Schritt wird überprüft, ob die Kosten während des Algorithmus
gesenkt werden konnte. Wenn dies der Fall war, wird eine weitere Iteration
ausgeführt, ansonsten wird gestoppt.
Diese drei Schritte werden dann für die Zielpartitionen entsprechend wieder-
holt.

4.1.3 Shu�e

Abbildung 9: Algorithmus zur Verbesserung Zuteilung der Knoten

In diesem Teilalgorithmus wird versucht die Zuteilung der Knoten zu den
Partitionen zu ändern, um somit eine Verminderung der Kosten zu bewir-
ken.
Auch hier werden wieder zuerst die Quellpartitionen betrachtet und die Ziel-
partitionen fest gehalten. Als ersten Schritt werden die Partitionen in der
vorliegenden Iteration kopiert,um darauf arbeiten zu können. Dann wird je-
der Knoten betrachtet und untersucht, ob der Knoten in eine Partition ver-
schoben werden kann, so dass die Kosten gesenkt werden. Sollte es mehrere
Partitionen geben, wird die Partition ausgewählt bei der der Gewinn maxi-
mal ist.
Im zweiten Schritt wird dieser Vorgang für die Zielpartitionen wiederholt.
Konnten die Kosten nicht verringert werden, stoppt der Algorithmus, ansons-
ten wird eine weitere Iteration des Algorithmus ausgeführt.
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4.2 Kosten

In diesem Teilabschnitt werden die Laufzeitkosten des Algorithmus betrach-
tet.
Der Teilalgorithmus Shu�e hat eine lineare Laufzeit bezüglich der Anzahl
der Kanten und Iterationen. Shu�e wird von Split aufgerufen und zwar für
jede Teilung in eine neue Partition. Daraus resultiert das Shu�e im worst-
case-Fall 2(k+l+1) mal aufgerufen werden kann. Auf der obersten Ebene des
Algorithmus wird Hierarchical ausgeführt. Dieser Teilalgorithmus ist eben-
falls linear, da für jede Rekursion die Anzahl der Kanten von allen Partitionen
zusammengenommen höchstens so groÿ ist wie die Anzahl der Kanten des
Ursprungsgraph.
Insgesamt folgt daraus, dass der Gesamtalgorithmus proportional zu der An-
zahl der Kanten, der Tiefe des Baums und der Anzahl der Partitionen ist.
Somit verfügt der Algorithmus über eine lineare Laufzeit und ist sehr e�zient
bei der Konstruktion des Context-speci�c Cluster Tree.

5 Fazit

Der vorgestellte Algorithmus ist ein Algorithmus zur Entdeckung von Com-
munites auf allen Ebenen des Graphs. Das heiÿt es ist nun möglich hierar-
chisch den Graph nach möglichen Communities zu durchsuchen. Zusätzlich
zu dieser Neuerung ist der vorgestellte Algorithmus sehr e�zient, da selbst
sehr groÿe Graphen in linearer Zeit durchlaufen werden können.
Ein weiterer Vorteil ist, dass Nutzer keine Parameter für die Suche de�nie-
ren müssen und alle durch den vollständigen Context-speci�c Cluster Tree
ermittelten Communities einsehen können.
Zukünftige Arbeiten in diesem Bereich könnten sich mit der Parallelisierung
des Aufbaus des Context-speci�c Cluster-Tree beschäftigen, da eine paralle-
le Bearbeitung die Ausführungszeit nochmal deutlich beschleunigen könnte.
Ebenso könnte die Anwendung auf verteilte Syteme für bestimmte Szenarien
von Nutzen sein.
Insgesamt ist der Algorithmus eine gute Möglichkeit um Communitites in
Bipartiten Graphen zu �nden.
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