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Daten—und dann?

Personendaten
Medizinische Daten
Konto- und Zahlungsdaten
Verbindungsdaten
Soziale Netzwerke
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Realisierung von Zufallsvektoren X

X =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

Alter
Geschlecht

Krankheitstage
Medikation
Kontostand

Kredite
Webseiten

. . .

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠
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Begriffe

Daten D = {(x1,y1), (x2,y2), . . . , (xN ,yN)}
Realisierungen von Zufallsvariable X
mit n-dimensionaler Domäne X
Multimenge; #D(x,y) ∶ X ×Y → N
Messfehler, Rauschen ε ∼ P
Fehlende Werte; xi ∈ Xi ∪ {?},1 ≤ i ≤ n

Modell f aus ModellklasseM
FunktionenM ⊆ F
Koeffizienten / ParameterM ⊆ Rd

DatenpunkteM ⊆ D,M ⊆ X ×Y

Verlustfunktion (Güte) ` ∶ (f ;D)↦ R
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Allgemeines Vorgehen

Daten D = {(x1,y1), (x2,y2), . . . , (xN ,yN)}
Datenpunkt x ∈ X , Label (Klasse) y ∈ Y
ModelleM

Modell “lernen”, Datenanalyse, ..

f∗ = argmin
f∈M

`(f ;D)

Modellanwendung, “Vorhersage”, ..

ŷ = f∗(x)
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ModellklassenM

f ∶ X → Y

Linear
f(x) = β0 + ⟨β,x⟩

Polynom

f(x) = β0 +
n

∑
i=1
βixi +

n

∑
i=1

n

∑
j=1
βi,jxixj +

n

∑
i=1

n

∑
j=1

n

∑
k=1
βi,j,kxixjxk + . . .

Trigonometrisch/Periodisch

f(x) =
k

∑
i=0
θi cos(iarccos(⟨βi,x⟩))
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ModellklassenM (II)

Probabilistisch/Exponentialfamilie/Bayesianisch

pGauss(x) =
1√

(2π)n detΣ
exp(−1

2
(x −µ)⊺Σ−1(x −µ))

pPosterior(x) = pLikelihood(x)pPrior1(α)pPrior2(γ) . . .

Unstetig/Piecewise/Thresholding

fv(x) =
⎧⎪⎪⎨⎪⎪⎩

fLeft(v)(x) g(x) ≥ ρv
fRight(v)(x) g(x) < ρv
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Beispiel: Fehlerwahrscheinlichkeit

Y = {c1, c2, . . . , ck}, Modell f
Wahrscheinlichkeitsdichte falscher Vorhersagen:

p(f(X) /= Y ) = EX,Y [1{f(X)/=Y }] = EXEY ∣X[1{f(X)/=Y }]

= EX [
k

∑
i=1

1{f(X)/=ci}P(Y = ci ∣X)]

Wahl von f , so dass innere Summe minimiert wird..

f(x) =
k

argmin
j=1

k

∑
i=1

1{cj /=ci}P(Y = ci ∣X = x)

=
k

argmin
j=1

(1 − P(Y = cj ∣X = x))

= k
argmax

j=1
P(Y = cj ∣X = x)
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Verlustfunktionen `

Absoluter Fehler/SSE/MSE/RMSE

Err(f ;D) = ∑
(x,y)∈D

∣y − f(x)∣

RMSE(f ;D) =
¿
ÁÁÀ 1

∣D∣ ∑(x,y)∈D
(y − f(x))2

Hinge Loss

Hinge(f ;D) = ∑
(x,y)∈D

max{0,1 − yf(x)}
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Absoluter Fehler, ∣y − f(x)∣
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Quadratischer Fehler, (y − f(x))2
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Hinge Fehler, max{0,1 − y − f(x)}
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Verlustfunktionen ` (II) - Likelihood Varianten

Likelihood
L(p;D) = ∏

(x,y)∈D
p(x,y)

Log-Likelihood

logL(p;D) = ∑
(x,y)∈D

log p(x,y)

Neg. Avg. Log-Likelihood

`(p;D) = − 1

∣D∣ ∑
(x,y)∈D

log p(x,y)
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Verlustfunktionen ` (III) - MDL

Minimum Description Length (MDL)
Formalisierung von Ockhams Rasiermesser

min
C∈M

L(C) +L(D ∣ C)

Intuition:
Nur wenige Objekte können kurze Codes haben
Nur wenige Objekte können hohe Wahrscheinlichkeit haben

Formal: Alphabet A = {1,2, . . . ,m}, Codierung C,
Codelängen LC(1), LC(2), . . . , LC(m)

⇔ ∑
a∈A

2−LC(a) ≤ 1

Kraft, 1949
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Verlustfunktionen ` (IV) - Clustering

Datensatz D = {x1,x2, . . . ,xN} ohne Label
Modell ⊂ Rn

k-Means (Intra-Cluster Varianz)

ICV(k;D) = min
C⊂Rn,∣C∣=k ∑x∈D

min
c∈C

∥x − c∥22

Mixture Modelle (Expectation Maximization)
Example: Gaussian

min
{(µi,Σi)}1≤i≤k⊂Rn×Sn

++

− ∑
x∈D

log
k

∑
i=1
pGauss(x ∣ i)p(i)
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