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Graph

G = (V,E) mit Knotenmenge V und Kantenmenge E
Hier: V = {1,2,3,4}, E = {{1,2},{1,3},{1,4},{2,3},{3,4}}
Cliquen: C(G) = V ∪E ∪ {{1,2,3},{1,3,4}}
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Suffiziente Statistik

Daten D, Modell mit Parameter β

Funktion φ ist eine suffiziente Statistik ⇔ β ⊥⊥ D ∣ φ(D)

mit φ(D) = ∑x∈D φ(x)

Für diskrete X :

φ ist immer gegeben durch φC=yC(xC) =∏v∈C 1xv=yv

mit C ∈ C(G), xC ∈ XC , x ∈ X
φC(xC) = (φC=y1C(xC), φC=y2C(xC), . . . ) = (φC=yC(xC))yC∈XC
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Beispiel: Suffiziente Statistik

V = {1,2,3,4}, E = {{1,2},{1,3},{1,4},{2,3},{3,4}},
C(G) = V ∪E ∪ {{1,2,3},{1,3,4}}

φC(xC) = (φC=y1C(xC), φC=y2C(xC), . . . ) = (φC=yC(xC))yC∈XC

X1 = {1,2,3,4,5}, X2 = {−,�},
X3 = {−,Punk,Pop, . . .},X4 = {∎,∎,∎}

x = (2,−,−,∎)
x′ = (1,−,Pop,∎)
x′′ = (1,�,Punk,∎)
. . .
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Beispiel: Suffiziente Statistik II

C = {1,2,3}, XC = X1 ×X2 ×X3

X1 = {1,2,3,4,5}, X2 = {−,�},
X3 = {−,Punk,Pop,Rock,Schlager}
XC = {(1,−,−), (2,−,−), . . . , (5,−,−), (1,�,−), . . . ,
(5,�,−), (1,�,Punk), . . . , (5,�,Schlager)}

φ{1,2,3}(5,�,Schlager) =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

0
0
⋮
0
⋮
0
1

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠

φ{1,2,3}(2,�,−) =

⎛
⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

0
0
⋮
1
⋮
0
0

⎞
⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠
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Exponentialfamilie

Pβ(x) =
1

Z(β) exp
( ⟨β{1,2,3}, φ{1,2,3}(x{1,2,3})⟩)

exp(⟨β{1,3,4}, φ{1,3,4}(x{1,3,4})⟩ )
= exp(⟨β, φ(x)⟩ −A(β))

A(β) = logZ(β) = log ∑
x∈X

exp(⟨β, φ(x)⟩)
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Maximum Entropie Prinzip: Aufgabe

Gegeben: Daten X (Realisierungen einer ZV X)
und beliebige Funktion f ∶ X → Rd

Gesucht: P mit EP[f(X)] = ẼD[f(X)] = 1
∣D∣ ∑x∈D f(x)

Problem: Viele P haben die gesuchte Eigenschaft!!

10 von 16



 0

 0.2

 0.4

 0.6

 0.8

 1

 0  0.2  0.4  0.6  0.8  1

E
n
tr

o
p
y
(p

)

p(x=1)

Informatik—Künstliche Intelligenz
Computergestützte Statistik
Technische Universität Dortmund

Graphische Modelle

Maximum Entropie Prinzip: Intuition

Entropie H einer Zufallsvariable X mit P

H(X) = − ∑
x∈X

P(x) logP(x)
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Maximum Entropie Prinzip: Intuition

Sei P der Raum aller Wahrscheinlichkeitsfunktionen

max
P∈P
H(P)

s.t. EP[f(X)] = ẼD[f(X)]← d Nebenbedingungen
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Maximum Entropie Prinzip: Lösung

Umformulieren in Lagrange Funktion

max
P∈P
H(P) +

d

∑
i=1
λiEP[f(X)]i − ẼD[f(X)]i

ableiten (nach P!) und = 0 setzen liefert

P(x) = exp(⟨λ, f(x)⟩ −A(λ))

Also: Parameter von Exponentialfamilien sind
Lagrange-Multiplikatoren der Nebenbedingung(en)
EP[f(X)] = ẼD[f(X)]
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ableiten (nach P!) und = 0 setzen liefert

P(x) = exp(⟨λ, f(x)⟩ −A(λ))

Also: Parameter von Exponentialfamilien sind
Lagrange-Multiplikatoren der Nebenbedingung(en)
EP[f(X)] = ẼD[f(X)]
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Parameterlernen durch Gradientenabstieg

Gegeben Datensatz D, Funktion φ (binär) Verlustfunktion:
Negative mittlere log-Likelihood

`(β,D) = − 1

∣D∣ ∑x∈D
logPβ(x)

= − 1

∣D∣ ∑x∈D
⟨β, φ(x)⟩ +A(β)

= − ⟨β, µ̃⟩ +A(β)

Partielle Ableitung:

∂`(β,D)
∂βi

= −µ̃i +
∂

∂βi

A(β) = µ̂i − µ̃i

14 von 16
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Marginalisierung

Wenn φ binär, dann ist µi = E[φi(X)] die Wahrscheinlichkeit
für φi(X) = 1

Annahme: Paarweises Modell ≡ Nur die Kantengewichte sind
relevant

P(Xv = x) = ∑
y∈XV ∖{v}

P(y, x)

Ausnutzen der Faktorisierung sowie der Distributivität:

P(Xv = x) =
1

Z
∑

y∈XV ∖{v}
∏

C∈C(G)
exp(⟨βC , φC(xC)⟩)

wobei x = (y, x)
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Gibbs Sampling

Idee: Erzeuge neue Stichprobe gemäß Pβ und berechne
µ̂i durch “abzählen”
Aber: Wie erzeugt man neue Samples aus Pβ(X)?

⇒ Ausnutzung bedingter Unabhängigkeiten!
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