Zusammenfassung

Die vorliegende Arbeit befaflt sich mit der Aggregation von Attributwer-
ten einer relationalen Datenbank. Hierzu werden zwei Verfahren vorgestellt:
CrusT_DB gruppiert Werte nominaler Attribute gemif einer Cluster-Analyse
unter Verwendung eines eigens fiir das Verfahren definierten Ahnlichkeitsmafes.
NUM_INT sucht in numerischen Attributen nach Intervallen, die sich als sinn-
volle Vergréberung der einzelnen Werte anbieten und stellt damit ein Diskreti-
sierungsverfahren dar.

Beide Verfahren arbeiten auf einer relationalen Datenbank und kénnen als
Werkzeug bei der Wissensentdeckung in Datenbanken (KDD) verwendet wer-
den: CLusT_DB kann der Entdeckung und Uberpriifung einstelliger funktionaler
Abhéngigkeiten dienen und fiir Begriffslerner eine effektive Dimensionsreduk-
tion bei klassifizierten Beispielen erzielen. Dariiber hinaus kann es wie auch
NUM_INT zur Uberpriifung der Datenqualitit genutzt werden.

Die zugrundeliegenden Ansétze sind als solche nicht an eine relationale Da-
tenbank gebunden, so dafl beide Verfahren auch dann anwendbar bleiben, wenn
Daten in anderer Form vorliegen.
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Kapitel 1

Einleitung

Die 90er Jahre stehen unbestritten im Zeichen des rapiden Fortschritts auf dem
Gebiet der Informationstechnik, der zu einer wahren Flut von Daten fiihrte.
Mit dieser Entwicklung entstand das zunehmende Bediirfnis, diese Daten zu
speichern, ihnen mdéglichst viel Information zu entnehmen. In diesem Sinne hat
sich das Volumen der Datenbanken in den letzten Jahren vervielfacht, wodurch
die Anforderungen an Verfahren, die diese analysieren sollten, immens stiegen.
Doch wie [FPSSU96, Vorwort] bemerken, hielten die vorhandenen Moglichkei-
ten, Daten zu analysieren, zusammenzufassen und ihnen Wissen abzugewinnen,
nicht mit der technischen Entwicklung Schritt, die die Anh&ufung immer grofie-
rer Datenmengen ermdéglichte.

Aus dieser Situation heraus entstand das Gebiet der Wissensentdeckung in
Datenbanken (engl.: Knowledge Discovery in Databases (KDD) oder auch Data
Mining) [PSF91], das seinen besonderen Reiz neben dem groflen praktischen
Nutzen daraus bezieht, daf} es hier gilt, Ideen und Konzepte u. a. der Statistik,
der Datenbanktheorie und des maschinellen Lernens zu biindeln.

Den wichtigsten Beitrag seitens des maschinellen Lernens stellt die Entwick-
lung von Verfahren dar, die aus einer gegebenen Menge an Daten lernen!. Fiir
diese Lernverfahren gilt es im Kontext des KDD, ihren Dienst auf den Daten
einer Datenbank zu verrichten, was nicht nur heifit, daf} sie mit sehr viel mehr
Daten konfrontiert werden, als bisher iiblich?, sondern daff auch der Zugriff auf
die Daten den Gegebenheiten der Datenbank angepafit werden mufi: Die Da-
tenbanken sind typischerweise so grof}, dafl Anfragen an die Datenbank und
Zugriffe auf die Daten selbst nur iiber eine Schnittstelle wie SQL sinnvoll erfol-
gen konnen — an ein Kopieren in den Hauptspeicher mit daraus resultierendem
beliebigen Zugriff ist nicht zu denken.

Schenkten bis vor einiger Zeit Lernverfahren diesem Aspekt kaum Aufmerk-
samkeit, so ist es spatestens jetzt von grofitem Interesse, Verfahren zu konzi-

'Eine allgemeine FEinfihrung in das Gebiet des (maschinellen) Lernens findet sich in
[Mor93].

2Eine klassische Lernaufgabe stellt das spezielle Schachendspiel KRK [Qui83] dar, bei dem
sich nur noch die beiden Kénige (engl. kings) und ein weier Turm (engl. rook) gegeniiberstehen
und zu lernen ist, welche konstruierten Stellungen den Regeln entsprechen und welche nicht.
Diese Domidne umfafit im Original 10.000 Stellungen, wihrend Datenbanken mit mehr als
250.000 Eintragen gewifl keine Besonderheit darstellen.
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pieren, die eflizient auf realen Datenbanken arbeiten kénnen. Finen wichtigen
Schritt in diese Richtung stellt das Lernverfahren RpT /DB [Lin94] dar, welches
als Adaption des Rule Discovery Tool (RpT) [KW92] direkt an eine relationale
Datenbank gekoppelt nach Regelhaftigkeiten sucht.

Diese Diplomarbeit wird sich mit der Aufgabe befassen, innerhalb der einzel-
nen Attributwerte einer relationalen Datenbank Gruppierungen zu entdecken,
die fiir das Lernen genutzt werden kénnen. Diese Aufgabe kann aus unterschied-
lichen Blickwinkeln motiviert werden: Zum einen sollen die Gruppierungen zu
einer gewissen Datenreduktion fithren — bei moglichst geringem Informations-
verlust. Man spricht dabei im allgemeinen von Aggregation, bei (kontinuierli-
chen) numerischen Daten von Diskretisierung bzw. Kategorisierung. Den letz-
teren kommt besondere Bedeutung zu, da viele Lernverfahren nicht oder nur
schlecht mit numerischen Werten arbeiten kénnen.

Zum anderen besitzt dieser Gruppierungsschritt auch begriffshildenden Cha-
rakter: Werden die Gruppen benannt, so stellen diese neue Begriffe dar. Kénnen
diese zur Erhéhung der Ausdruckskraft genutzt werden, spricht man in diesem
Zusammenhang von predicate invention.

Der folgenden Abschnitt dient dazu, die Aufgabenstellung zu konkretisieren.

1.1 Aufgabenstellung

In der Diplomarbeit werden zwei Aufgaben im Gebiet der Wissensentdeckung
in Datenbanken (KDD) bearbeitet. Beiden gemein ist die Zielsetzung, Lernver-
fahren den Boden zu bereiten: Iis sollen anhand der Attributwerte einer relatio-
nalen Datenbank Sorten induziert und verfiighar gemacht werden, die es etwa
RpT(/pB) [KW92] [Lin94] erméglichen, den Hypothesenraum zu beschneiden.

Dieser Aufgabe kommt beim KDD besondere Bedeutung zu, da der Test
einer Hypothese bei einer Datenbank sehr zeitaufwendig und damit teuer ist.
Die Datenbanken sind typischerweise so grofl, dafl Anfragen an die Datenbank
und Zugriffe auf die Tupel selbst nur iiber eine Schnittstelle wie SQL sinnvoll
erfolgen kénnen.

Daf es sich bei der Diplomarbeit um die Bearbeitung zweier Aufgaben han-
delt, ergibt sich aus der getrennten Behandlung von numerischen und nomi-
nalen (symbolischen) Attributen: Bei den erstgenannten sollen Intervalle ge-
funden werden, die eine sinnvolle (hierarchische) Vergréberung der einzelnen
numerischen Daten darstellen. Dabei ist insbesondere zu priifen, ob die Ad-
aption bereits bestehender Verfahren auf eine Datenbank vorteilhaft ist, oder
ob ein neuer Algorithmus zu entwickeln ist, der bessere Ergebnisse liefert —
moglicherweise basierend auf dem in [Wes95] beschriebenen Ansatz.

Bei den nominalen Attributen sollen Mengen von Attributwerten gefunden
werden, die als Sorten zusammengefafit werden konnen. Es ist dabei insbeson-
dere von Interesse, ob die durch das Verfahren FpD [Bro94] in der Datenbank
gefundenen funktionalen Abhingigkeiten dafiir auszunutzen sind.
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1.2 Ubersicht

Die Arbeit gliedert sich in fiinf Teile, denen jeweils ein Kapitel gewidmet ist.
Das erste Kapitel — die Einleitung — endet mit dieser Ubersicht.

Im zweiten Kapitel werden zunéchst die fiir das Verstdndnis der Arbeit noti-
gen Voraussetzungen in Bezug auf die Datenbanktheorie geschaffen. Dies soll
auf moglichst anschaulichem Weg geschehen, um insbesondere die Finladung
an diejenigen Leser zu bekriftigen, die mit dieser Materie nicht vertraut sind.

Es folgt das dritte Kapitel, in dem das Verfahren CrLUST_DB vorgestellt
wird, welches vorrangig fiir die Behandlung der nominalen Attribute entwickelt
wurde.

Das vierte Kapitel befaf3t sich mit den numerischen Attributwerten. In ihm
wird das Verfahren NUM_INT vorgestellt, diskutiert und analysiert.

Das fiinfte Kapitel dieser Arbeit tragt die Frgebnisse der Kapitel 3 und 4
fiir eine abschliefende Betrachtung zusammen, bei der auch ein Ausblick auf
Zukiinftiges erfolgen soll.
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Relationale Datenbanken

In diesem Kapitel wird das relationale Datenbankmodell erldutert. Fiir das
Verstdndnis der Arbeit geniigt es, dieses recht informell einzufiihren, so daf§ auf
die Darstellung des zugrundeliegenden mathematischen Modells der Relationen-
Algebra weitestgehend verzichtet werden kann. Es wird vielmehr fiir die Be-
schreibung der anschauliche Ansatz iiber Tabellen gew&dhlt und lediglich die
Projektion 7 und die Selektion ¢ kurz erklirt.!

Datenbank, Attribute und Tupel

Eine relationale Datenbank besteht aus einer endlichen Menge unterschiedlicher
Tabellen, die auch als Relationen bezeichnet werden. Jede dieser Tabellen hat
einen eindeutigen Namen und besteht aus Spalten und Zeilen, die mit endlich
vielen Eintrigen gefiillt sind. Die Spalten werden Attribute, die Zeilen Tupel
genannt. Letztere bestehen aus je einem Wert pro Attribut. Ein besonderer
Wert ist die NULL, die anzeigt, daf} kein Eintrag vorliegt. Im Gegensatz dazu
stellen eine aus Leerzeichen bestehende Zeichenkette oder die Zahl 0 sehr wohl
Eintrige dar.

Die Bezeichnung eines Attributs muf} insofern eindeutig sein, als daf sie in
jeder Tabelle h6chstens einmal vorkommt, so daf§ iiber die Angabe der Attri-
butbezeichnung und des Tabellennamens genau eine Spalte identifiziert werden
kann. Eine solche Tabelle einer Datenbank wird in Tabelle 2.1 beispielhaft ge-
zeigt: Sie trégt die Bezeichnung LIFFFERANT und besteht aus 5 Attributen
und 10 Tupeln.

Sowohl die Reihenfolge der Attribute als auch die der Tupel ist an sich wegen
der Mengeneigenschaft beliebig, kann fiir letztere aber durch eine Sortierung
anhand eines oder mehrerer Attribute erzwungen werden. Fiir jedes Attribut
muf} ein Typ angegeben werden, der festlegt, welche Art von Werten in der
entsprechenden Spalte eingetragen werden darf. Im Rahmen dieser Arbeit wird
zwischen nominalen, numerischen und bindren® Attributen unterschieden:

!Interessierte Leser seien bzgl. einer ausfithrlichen Darstellung der Relationen-Algebra etwa
auf [UlI88, Kap. 3] verwiesen.

?Die bindren Attribute spielen fiir die Aufgabenstellung keine Rolle, da es bei nur zwei
moglichen Werten keinen Sinn macht, nach Gruppierungen zu suchen. Sie kommen lediglich
im Abschnitt 3.1.2 iiber Mafie der Cluster-Analyse vor.
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LIEFERANT | Name Standort | Ware Preis Datum
Farmer-Joe DO Gefliigel 105.10 | 01.07.96
Farmer-Joe DO Gemiise 30.30 | 01.07.96
Bauer-Bill OB Kartoffeln | 76.00 | 03.07.96
Mec-Dorado E Gefliigel 18.15 | 04.07.96
Mec-Dorado E Mais 34.21 | 01.07.96
Mec-Dorado E Fisch 85.40 | 04.07.96
Hof-Holt MH Obst 20.00 | 15.07.96
Mec-Dorado E Fisch 74.50 | 11.07.96
Hof-Holt MH Gemiise 32.60 | 18.07.96
Fischers-Fritze | E Fisch 83.65 | 10.08.96

Tabelle 2.1: Beispiel einer moglichen Datenbanktabelle eines Restaurants

nominal: Die Attributwerte besitzen keine (sinntragende) Ordnung. Es han-
delt sich bei den Attributwerten typischerweise um Kodierungen oder Be-
zeichner. Attribute diesen Typs werden oft auch symbolisch oder katego-
risch genannt. Beispiele hierfiir sind die Attribute Name, Standort und
Ware in Tabelle 2.1.

numerisch: Die Werte stammen aus einem Ausschnitt der natiirlichen oder
reellen Zahlen. In Tabelle 2.1 kommt das numerische Attribut Preis vor.3

binar: Ein bindres Attribut verfiigt nur iiber die zwei moéglichen Werte 0 und 1,
die dann als wahr / falsch, vorhanden / nicht vorhanden etc. interpretiert
werden konnen. In Tabelle 2.1 kommt kein bindres Attribut vor.

Dem Zugriff auf die Daten einer Tabelle dienen die 5 Grundoperationen der
relationalen Algebra: Vereinigung, Mengendifferenz, kartesisches Produkt, Pro-
jektion und Selektion. In der Arbeit werden lediglich die beiden letztgenannten
verwendet. Sie werden im folgenden erldutert:

Wihrend R die gesamte Relation iiber n Attribute, also alle n-Tupel der
Tabelle beinhaltet, kénnen mittels Projektion © die Tupel auf angegebene At-
tribute beschrénkt werden. So gilt fiir die in Tabelle 2.1 dargestellte Relation
LIFFERANT:

TStandort Ware(LIEFERANT) = {(DO,Gefligel),(DO,Gemiise),
(OB, Kartof feln), (F,Ge fligel),
(FE, Mais),(FE, Fisch),

(

MH,Obst),(MH,Gemiise)}

*Das Attribut Datum ist in diesem Sinne nicht numerisch, kann aber von dem vorzustel-
lenden Verfahren NUM_INT als solches behandelt werden, da eine sinnvolle Ordnung existiert
und eine Differenzbildung moglich ist.
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Die Selektion wahlt mittels o, ausschlieBlich die Tupel der Relation aus, deren
Werte der angegebenen logischen Bedingung ¢ geniigen. So gilt etwa

OStandort=D0(LIEFERANT) = {(Farmer &Joe, DO, Gefligel,105.10,01.07.96),
(Farmer < Joe, DO, Gemiise, 30.30,01.07.96)}

Beide Operationen konnen auch kombiniert werden, wie folgendes Beispiel
zeigt:

TStandort, Ware(OStandort=D0(LIEFERANT)) = {(DO, Gefligel),( DO, Gemiise) }

Es ist im relationalen Modell jedoch nicht vorgesehen, auf die Attributwerte
eines Tupels durch Angabe einer Zeilennummer zuzugreifen.

Relationale Datenbanksysteme

Fin relationales Datenbanksystem besteht aus der Datenbank (DB) und ei-
nem Datenbankmanagementsystem (DBMS), welches u. a. dem Benutzer einen
moglichst komfortablen und effizienten Zugriff auf die physikalisch in der Da-
tenbank gespeicherten Daten gestattet. In der Regel wird als Anfragesprache
SQL benutzt, die in diesem Kontext als Umsetzung der zuvor beschriebenen
Operationen der relationalen Algebra betrachtet werden kann.* Auf sie wird
am Ende dieses Kapitels eingegangen. Dariiber hinaus wacht das DBMS auch
iiber die Einhaltung des Typs, der jedem Attribut beim Aufstellen der Tabelle
zugewiesen wurde.

SQL

Die Standard Query Language (SQL) 16st ein, was der Name bereits verspricht:
Sie gilt als Standard-Anfragesprache fiir relationale Datenbanken.® Mit ihrer
Hilfe werden auch die Datenbankzugriffe der vorzustellenden Verfahren formu-
liert, weshalb die benutzten Konstrukte kurz erkldrt und an einem Beispiel
illustriert werden sollen. Die Sprache selbst ist bedeutend méchtiger, wovon
man sich etwa in [Dat95] leicht iiberzeugen kann.

1. select distinct ( A ) from R ordered by A iibergibt die sortierte
Menge der Attributwerte von A. Der Mengencharakter wird durch das
Schliisselwort distinct sichergestellt, das doppelte Werte herausfiltert.
Abgesehen von der Ordnung bzgl. A entspricht diese Anfrage somit der
Projektion m4(R).

2. select distinct ( A, B ) from R ordered by A resultiert analog zu
obigem in einer Menge von Paaren (a,b), wobei a ein Attributwert von
A und b ein Attributwert von B ist. Das order by A bewirkt, daf§ das
Ergebnis bzgl. A sortiert wird.

*Bei genauerer Betrachtung der Materie 1iBt sich feststellen, daB es sich keineswegs um
eine saubere 1:1-Umsetzung handelt, was aber fiir die Arbeit keine Rolle spielt und daher hier
nicht weiter diskutiert werden soll.

°Im vorliegenden Fall wurde das SQL2 des DBMS Oracle V7 der Firma Oracle benutzt.
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Beispiel 2.1 Fir Lieferung aus Tabelle 2.1 erhdilt man die folgenden Resul-
tate:

1. select distinct ( Ware ) from LIFFFERANT ordered by Ware
— {Fisch,Gefligel, Gemiise, Kartof feln, Mais, Obst, Rind}

2. select distinct ( Standort, Datum ) from LIFFERANT
ordered by Standort
—{(D0,01.07.96), (F£,04.07.96),(£,01.07.96),
(0B,03.07.96), (0B, 18.07.96), (M H,15.07.96)}

Funktionale Abhéangigkeiten

Im Verlauf der Arbeit wird das Konzept der funktionalen Abhéingigkeiten (FA)
genutzt. Iis sei daher an dieser Stelle definiert und an einem Beispiel illustriert.

Definition 2.1 Seien X,Y zwei Mengen von Attributen einer Tabelle einer
relationalen Datenbank. Dann gilt die funktionale Abhangigkeit (FA) X —
Y genau dann, wenn die Attribute aus X keine Nullwerte enthalten und alle
Tupel, die in X tbereinstimmen, auch in Y tbereinstimmen.

Beispiel 2.2 Fir Tabelle 2.1 gilt etwa in trivialer Weise die FA
{Preis, Datum} — {Name, Ware, Standort}, da es keine zwei Tupel gibt, die
in Preis, Standort iibereinstimmen. Des weiteren gilt Name — Standort®, da
in der angegebenen Tabelle jeder Name einem Standort entspricht. Es gilt nicht
Standort — Name, da es zwei Fintrdge gibt, die den gleichen Standort, aber
unterschiedliche Namen aufweisen.

SMan beachte, daff die Mengenklammer weggelassen wird, wenn die Attributmengen X,Y
einelementig sind. Man spricht dann auch von einstelligen FA.
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Aggregation in nominalen
Attributen

In diesem Teil der Arbeit wird die Behandlung der symbolischen oder auch
nominalen Attribute im Vordergrund stehen. Es wird gem&fl der Aufgaben-
stellung das Ziel verfolgt werden, in diesen Wertebereiche zu finden, die einem
Lernverfahren als Typ niitzen konnen.

Im Gegensatz zur spater folgenden Behandlung der numerischen Attribute
kann weder direkt auf eine Klassifikation noch auf eine innere Struktur der Attri-
butwerte zuriickgegriffen werden — auf die Ausnutzung der selbstverstdndlich
moglichen lexikographischen Ordnung sollte sinnvollerweise verzichtet werden.
Es liegt somit eine Ausgangssituation vor, die eine Herangehensweise gemif der
Cluster-Analyse nahelegt. Dies sollte Motivation genug sein, einen Abschnitt
folgen zu lassen, der als Einfiihrung in die Cluster-Analyse dienen soll.

Anschlieflen wird die Darstellung eines Cluster-Ansatzes zur Losung des
vorliegenden Problems und die Beschreibung der einzelnen Komponenten des
im Rahmen dieser Diplomarbeit entwickelten CLUST_DB. Es folgen Abschnitte
iiber die Implementierung und Versuchsergebnisse, ehe CLUST_DB mit ande-
ren Verfahren verglichen wird und das dritte Kapitel mit einer Diskussion der
erzielten Ergebnisse schliefit.

3.1 Cluster-Analyse

Es wird in diesem Abschnitt darum gehen, die wesentlichen Merkmale un-
terschiedlicher Cluster-Analyse-Ansétze zu skizzieren. Die Betrachtung dieser
Klasse von Algorithmen ist motiviert durch die eingangs beschriebene Problem-
stellung, die keinen Riickgriff auf eine natiirliche Klassifikation zuldfit, sondern
ein Lernen aus unklassifizierten Beobachtungen erfordert.

Die Cluster-Analyse kann auf eine sehr lange FEntwicklungsgeschichte
zuriickblicken. Auch heute noch stellt sie ein vieldiskutiertes Objekt der Wis-
senschaft dar, wie [Mur92] eindrucksvoll aufzeigt. So findet sie im Bereich der
kiinstlichen Intelligenz ebenso Verwendung wie etwa bei der Datenanalyse, Lin-
guistik, Medizin und in den Sozialwissenschaften.



KAPITEL 3. AGGREGATION IN NOMINALEN ATTRIBUTEN 9

Dies erklart auch, warum dieser Abschnitt sich auf die wesentlichen Merk-
male bekannterer Ansédtze beschrinken muf}. Eine iiber die folgende Einfiithrung
hinausgehende Schilderung 148t sich u. a. in [Eve80], [Gna88], [Hub92] und
[MHMT92] finden.

Das durch die Cluster-Analyse zu 16sende Problem stellt sich wie folgt dar:

Gegeben: Menge von Objekten — beschrieben durch Attributwerte

Gesucht: Klasseneinteilung der Objekte, so dai Objekte der gleichen Klasse
dhnlich und Objekte verschiedener Klassen undhnlich sind.

Wie hieraus bereits hervorgeht, ist die Frage nach der Definition der Ahn-
lichkeit bei der Cluster-Analyse von entscheidender Bedeutung. Im Abschnitt
3.1.2 wird darauf genauer eingegangen, indem unterschiedliche Ahnlichkeits-
bzw. Distanzmafle vorgestellt werden.

In der obigen Problembeschreibung wird angedeutet, daf in den allermeisten
Cluster-Verfahren unter einem Objekt ein Tupel von Attributwerten verstanden
wird. Iis sollte festgehalten werden, daf es im Gegensatz dazu im vorliegenden
Fall darum geht, Attributwerte eines ausgezeichneten Attributes — also eine
Komponente eines Tupels — zu gruppieren. Es wird sich zeigen, dafl diese an-
dere Sichtweise entsprechende Uberlegungen beziiglich der Wahl des Ahnlich-
keitsmaBes erfordert: Die Ahnlichkeit unter den einzelnen Attributwerten ist bei
der Cluster-Analyse bei den nominalen Attributen oft entweder trivial (etwa 0
fiir Ungleichheit, 1 fiir Gleichheit) oder vom Benutzer vorzugeben. Dies wird
im Abschnitt 3.1.2 ndher betrachtet werden.

Gemein ist den im Abschnitt 3.1.2 vorzustellenden Maflen, daf} sie fiir eine
Uberfithrung der gegebenen Objektbeschreibungen in eine Matrix sorgen, die
die Ahnlichkeit bzw. die Distanz zwischen den einzelnen Objekten wiedergibt.
Diese Matrix wird genutzt, um eine Gruppierung — oft auch als Klassenein-
teilung bezeichnet — zu induzieren. Dies kann durchaus auch als Versuch be-
trachtet werden, eine Vereinfachung zu finden, die maximale Datenreduktion
bei minimalem Informationsverlust bietet [Eve80, S. 6].

Die Art und Weise, in der aus der Matrix die Klassen (im folgenden auch
als Gruppierungen oder Gruppen bezeichnet) gewonnen werden, wird Gegen-
stand des Abschnitts 3.1.3 sein. Darin werden auch Ansétze vorgestellt, die die
Giite eines Clusters nicht (ausschlieBlich) aus der Ahnlichkeits- bzw. Distanz-
matrix ableiten, sondern alternative Bewertungen fiir den Gruppierungsschritt
hinzuziehen.

Die Attribute der Objektbeschreibungen verdienen im allgemeinen besonde-
re Aufmerksamkeit beim Einsatz eines Cluster-Verfahrens — und das in mehrfa-
cher Hinsicht: Zum einen muf} bei der Datenerfassung bzw. -selektion entschie-
den werden, welche Attribute als Objektbeschreibungen dienen sollen. Nicht
selten steigt der Aufwand der Cluster-Analyse stark mit der Anzahl der be-
trachteten Attribute, so dafl ggf. zuvor erfafite Attribute bei der Analyse aus
praktischen Griinden vernachlédssigt werden miissen. s stellt sich dabei ganz
natiirlich die Frage, auf welche am ehesten verzichtet werden kann. Diese The-
matik wird in der Literatur auch h&dufig unter dem Begrifl feature selection
diskutiert.
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Objekte

3.1.1 Wahl der betrachteten Attribute
Objektbeschreibungen

3.1.2 Ahnlichkeits- / Distanzma3e
Ahnlichkeits- / Distanzmatrix

3.1.3 Techniken

Gruppierung der Objekte

Abbildung 3.1: Schritte der Cluster-Analyse

Zum anderen gesellt sich dazu das Problem der Gewichtung der zu be-
trachtenden Attribute: Sollen alle gewdhlten Attribute gleichberechtigt iiber
die Klasseneinteilung der Objekte entscheiden oder soll einigen dabei gréfierer
Einfluf§ als anderen eingerdumt werden?

Wihrend das erstgenannte Problem bzgl. der Wahl der Attribute bei der
Datenerfassung hier nicht auftritt — die Daten liegen bereits in der Datenbank
gespeichert vor — bediirfen die anderen Punkte der ndheren Betrachtung: Ab-
schnitt 3.1.1 wird sich damit befassen.

Es sollte bei dem in Abbildung 3.1 skizzierten modularem Aufbau bei recht
unabhédngiger Wahl der Einzelteile eines Cluster-Analyse-Verfahrens nicht ver-
wundern, daf} es eine Vielzahl von unterschiedlichen Ans&tzen gibt. s wird
in den folgenden Abschnitten darum gehen, die am hiufigsten verwendeten
bzw. die im Hinblick auf die Aufgabenstellung interessantesten Ansitze zu um-
reifien.

3.1.1 Wahl und Gewichtung der Attribute

Es gibt gute Griinde, bei dem Einsatz eines Cluster-Verfahrens sorgfiltig zu
iiberlegen, welche der erfafiten Attribute in die Analyse eingehen: Fiir die
Gruppierung irrelevante Attribute koénnen vorhandene ,sinnvolle® Gruppen
verwissern oder gar verschiitten — abgesehen davon, dafl die Analyse durch
die unnotig hohe Attributanzahl linger dauert. Doch auch wenn alle (verblie-
benen) Attribute fiir die Aufteilung in Gruppen von Bedeutung sind, lohnt
es sich bzw. ist es erforderlich, einen genaueren Blick auf diese zu werfen. So
konnen korrelierte Attribute die Analyse in unerwiinschter Weise beeinflussen:
Betrachtet man etwa als Beispiel den einfachsten Fall einer Korrelation, in dem
ein Attribut doppelt (unter einer anderen Bezeichnung) erfait wurde, so wird
klar, daf} dieses Attribut quasi zweimal seine Stimme bei der Berechnung der
Ahnlichkeit / Distanz und damit letztendlich fiir die Wahl der Gruppierung
abgibt.

Des weiteren wird es in aller Regel so sein, dafi die relevanten Attribute
nicht alle den gleichen Stellenwert bzgl. der Gruppierung aufweisen (sollen):
Geht es etwa darum, per Cluster-Analyse Fortbewegungsmittel zu gruppieren,
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so sollte dem Attribut Antriebsart grofleres Gewicht eingerdumt werden als
dem Attribut Preus.

Neben dem (hoffentlich vorhandenen) Wissen iiber die Doméne, das bei all
diesen Punkten auf natiirliche Weise in die Cluster-Analyse einfliefen kann,
kann die Principal Component Analysis (PCA) herangezogen werden. Sie be-
stimmt gemifl der in der Informationstheorie als Karhunen-Loéve-Expansion
bekannten Transformation die eigenstdndigen, d. h. paarweise unkorrelierten
Komponenten und gibt mit Hilfe von Matrix-Eigenwerten Auskunft iiber de-
ren Varianz. Sie kann neben der Beseitigung der Korrelationen auch bei den
anderen beiden Punkten sinnvoll eingesetzt werden:

Datenreduktion: Es werden nur die Attribute mit den p’ gréfiten Eigenwerten
beriicksichtigt.

Gewichtung: Die Attribute werden durch ihre bei der PCA bestimmten Ei-
genwerte gewichtet.

Obwohl theoretisch das Attribut mit der kleinsten Varianz am aussage-
kréftigsten sein kann, bestdtigt Wettschereck in seiner Studie iiber Distance-
Based Machine Learning Algorithms [Wet94] die Tauglichkeit des obigen An-
satzes weitestgehend. Insbesondere die Datenreduktion durch PCA erwies sich
als erfolgreich: So konnte man sich in einem Falll gar auf die 2 Attribute mit
den grofiten Figenwerten beschrinken, ohne an Vorhersagekraft zu verlieren.
An gleicher Stelle wird aber auch festgehalten, daf} es bislang nicht gelang, an-
hand der Eigenwerte einen Schwellenwert zu bestimmen, bis zu welchem die
Attribute betrachtet werden sollten.

Wenn man iiber den Einsatz der PCA spricht, so miissen allerdings sicher
auch die beiden folgenden Nachteile genannt werden:

o Die Rechenintensitit steigt stark mit der Anzahl der Dimensionen (Attri-
bute) an.

e Die transformierten Attribute haben keinen offensichtlichen Bezug zu den
urspriinglichen und entziehen sich dadurch einer sinnvollen Interpretation.

In Abschnitt 3.2.6 wird die Anwendbarkeit der PCA im vorliegenden Fall dis-
kutiert.

3.1.2 Ahnlichkeits- und Distanzmafe

Den Kern eines Cluster-Verfahrens bildet das verwendete Maf}, das angibt, wie
dhnlich sich zwei Objekte sind (AhnlichkeitsmaB) bzw. wie weit zwei Objekte
von einander entfernt sind (Distanzmaf). Es ist unbestritten, daff das Ergebnis
eines Cluster-Verfahrens nur so sinnvoll sein kann wie das zugrundeliegende
Ma$.

Bevor im einzelnen unterschiedliche Konzepte fiir Ahnlichkeiten und Distan-
zen hier vorgestellt werden, soll zunéichst die Beziehung Ahnlichkeit — Distanz
gekldrt werden.

!Es handelt sich dabei um die kiinstliche Doméine Waveform-21 [BFOS84] mit 21 numeri-
schen Attributen.
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Definition 3.1 Fine numerische Funktion d : F x F — IR auf einer Menge F
von Punkten wird genau dann Distanzmafl (Metrik) genannt, wenn sie die
folgenden Voraussetzungen erfiillt:

(D1) d(x,y)>0; d(z,y) =0 & x =y (positive Definitheit)
(D2) d(z,y) = d(y,z) (Symmetrie)
(D3) d(z,y)+ d(y,z) > d(z,z) (Dreiecksungleichung)

Im Gegensatz zum Distanzmaf} lassen sich in der Literatur unterschiedliche
Auffassungen dariiber finden, welchen Bedingungen ein Ahnlichkeitsmaf formal
zu geniigen hat. Fine in diesem Sinne ,strenge” Auslegung — siehe Fufinoten
— stellt Definition 3.2 dar:

Definition 3.2 Fine numerische Funktion s : E x E — [0;1]? auf einer Menge
FE von Objekten wird genau dann Ahnlichkeitsmafl genannt, wenn sie die
folgenden Voraussetzungen erfiillt:

(S1) s(z,x)
(S2) d(z,y) = d(y,z) (Symmetrie)?

s(y,y)=12> s(x,y) fir alle x,y € E (Reflexivitdt)

Aus einem Distanzmaf 148t sich leicht etwa durch s(z,y) = 1/(14+ d(z,y))
ein AhnlichkeitsmaB gewinnen. Die andere Richtung ist durchfithrbar aber kei-
neswegs trivial, was ob der offensichtlich schirferen Forderungen an ein Di-
stanzmaf} nicht verwundert — insbesondere die Dreiecksungleichung (D3) gilt
es zu bewahren. [Gow66] zeigte beispielsweise, dal d(z,y) := /2(1 < s(z,y)) als
DistanzmaB dienen kann, sofern die Ahnlichkeitsmatrix S positiv semi-definit
ist.

Ahnlichkeit, Unshnlichkeit, Distanz werden in der Literatur (siehe etwa
[PA87]) hdufig zusammen mit anderen als prozimities bezeichnet, da viele Grup-
pierungstechniken diesbeziiglich flexibel sind.

Ein Distanz- bzw. AhnlichkeitsmaB muf in drei unterschiedlichen Situatio-
nen greifen: Objekt—Objekt, Objekt—Gruppe und Gruppe-Gruppe. ks werden
zunichst Objekt—Objekt- und dann Gruppe-Gruppe-Mafle vorgestellt. Die Si-
tuation Objekt—Gruppe wird nicht gesondert betrachtet, da sie in den allermei-
sten Fillen durch Betrachtung des Objekts als einelementige Gruppe auf den
Fall Gruppe—Gruppe reduziert wird.

Objektahnlichkeit

Sind die Werte der betrachteten Attribute vom Typ vorhanden / nicht vorhan-
den, also binar, dann bietet es sich fiir zwei zu bemessende Objekte an, das
gemeinsame Vorkommen bzw. Fehlen von Werten anhand der in Abbildung 3.2
dargestellten Assoziationstabelle zu ermitteln, und daraus einen Ahnlichkeits-
wert zu bestimmen: a gibt beispielsweise an, in wievielen Attributen die beiden
Objekte X,V iibereinstimmend ein vorhanden bzw. 1 aufweisen.

?Es 1aft sich in der Literatur auch s: £ x E — IRT finden.
?Die Symmetrie wird oft angenommen, aber seltener explizit gefordert.
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Objekt j

Objekti 1|2

Abbildung 3.2: Bindre Assoziationstabelle fiir zwei Objekte

NS = ) oty 00 gt
. 2(a+d a : a
(iv) 2(a+(d)++2+c S R

Tabelle 3.1: Ahnlichkeitskoeffizienten fiir binire Daten

Ist p die Anzahl der gemeinsamen Attribute, so gilt offensichtlich p =
a+ b4+ c+d In der Literatur wird darauf aufbauend eine Vielzahl von un-
terschiedlichen Formeln zur Berechnung der Ahnlichkeit von X,Y vorgeschla-
gen, welche insbesondere durch die Unsicherheit erklirt wird, wie der Wert d
zu handhaben ist: In einigen Féllen mag es angemessen erscheinen, Objekte als
dhnlich zu betrachten, die iibereinstimmend viele Figenschaften nicht aufweisen,
in anderen wire dies geradezu absurd. In der Doméne der Fortbewegungsmittel
kénnte das Fehlen eines Motors durchaus AufschluB auf die Ahnlichkeit zweier
Objekte geben, wihrend der Schluf}, der Léwe und die Gans seien sich dhnlich,
weil sie beide kein gestreiftes Fell haben, doch recht gewagt ist. [Sok73] kommen
nach ausgiebiger Analyse zu dem Schluf}, daf} es keine Moglichkeit gibt, schnell
und valide ohne ausgeprigte Kenntnis der Daten eine Entscheidung dariiber zu
treffen, ob der Wert d bei der Analyse der jeweils zu gruppierenden Daten zu
beriicksichtigen sei oder nicht.

In [Eve80] finden sich die in Abbildung 3.1 aufgefiihrten Auswertungen der
Parameter, wobei das einfache Matching (i) das gebrauchlichste Maf darstellt,
welches d beriicksichtigt; Jaccard’s Koeffizient (ii) wird am haufigsten verwen-
det, wenn d nicht in die Ahnlichkeitsbestimmung eingehen soll.

Offensichtlich fithren die unterschiedlichen Formeln zu unterschiedlichen
Ahnlichkeiten. Wichtig ist festzuhalten, daf sich dies nicht monoton verhilt:
Seien etwa s;,s; zwei Formeln aus Abbildung 3.1 mit s;(Xq,Y7) > s5;( X2, Y2)
und s;(Xy,Y1) > 5;(X1,Y7), so kann daraus nicht gefolgert werden, daff auch
5;(X1,Y1) > s;(X3,Ys) gilt. Das wird in der Regel fiir Objekte Xy, Xy, Y7, Y5 zur
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Konsequenz haben, dafl unterschiedliche Formeln zu unterschiedlichen Grup-
pierungen fithren, da z. B. bei Verwendung der einen die Objekte Xq,Y; am
ahnlichsten sind, wihrend eine andere etwa das Paar X, Y5 vorzieht.

Sind die Attributwerte der betrachteten Objekte nicht bindr, sondern
symbolischer Natur (nominale Attributwerte), so bietet es sich fiir ei-
ne recht geringe Gesamtanzahl unterschiedlicher Attributwerte an, die qua-
litativen Werte in eine bindre Form zu {iberfilhren, um obige Auswer-
tung zu ermdglichen. Dabei fiithrt jeder mogliche Attributwert zu einem
bindren Attribut: Sei etwa das nominale Attribut Haar farbe mit dem
Wertebereich {blond, schwarz,rot} gegeben, so werden daraus 3 Attribute
(Haar farbeyiong, Haar farbeepwarz, Haar farbe, ), mit jeweils einem Wert aus
{0, 1}. Es ist offensichtlich, daf dieses Vorgehen zu einer erhéhten Anzahl von
Attributen fithrt, die zudem korreliert sind; auf der anderen Seite sorgt es dafiir,
daff wir uns im sicheren Gebiet der gut erforschten Koeffizienten fiir bin&re
Attribute bewegen kénnen. Es sollte dabei dann in jedem Fall eines der in
Abbildung 3.1 angegebenen Mafle benutzt werden, das den Wert d (siehe Ab-
bildung 3.2) beriicksichtigt, da auf diesem Weg sehr natiirlich eine Gewichtung
vorgenommen wird, die der Intuition entspricht: Weisen zwei Objekte eine 1
in einem durch die Ubersetzung gewonnenen Attribut (z. B. Haar farbe,,)
auf, so weisen sie iibereinstimmend in den zugehorigen anderen Attribu-
ten (Haar farbeyong, Haar farbesepyar.) eine 0 auf. Das fiithrt dazu, daB eine
Gleichheit in einem nominalen Attribut mit grofem Wertebereich héher bewer-
tet wird, als eine Gleichheit in einem mit einer kleinen Wertemenge.

Verbietet eine zu groBe Attributwerteanzahl diese Uberfithrung, so bleibt
zunichst nur die Moglichkeit, die Ahnlichkeit trivial iiber die (Un-)Gleichheit

der einzelnen Komponenten zu bestimmen®:

(X, Ye) := 1 falls Xi = Yy, 0 sonst

Fiir quantitative Daten (numerische Attributwerte) wird in der Regel ein
Vertreter der Minkowski-Metren

P
dX,Y) =Y |1X eYi)T
k=1

mit L > 1 eingesetzt. I = 1 fithrt zu der Hamming- oder auch City-Block-
Metrik, I = oo zum Chebyshev-Abstand®. Am hiufigsten wird mit L = 2
der euklidische Abstand verwendet, wobei d(.X,Y) gemaf obiger Ausfiithrung in
einen Ahnlichkeitswert iiberfiihrt werden kann. Wihrend die zuvor beschriebe-
nen Mafle voraussetzten, dafl die untersuchten Daten insofern homogen sind,

*Im Abschnitt 3.3.3 wird die Méglichkeit beschrieben, Teilergebnisse von CLUST_DB hierfiir
heranzuziehen.
®Siehe etwa [Mur92].
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daf} die Attribute entweder alle bindr oder alle nominal sind, kénnen hier sym-
bolische und bindre Attributwerte etwa durch die naheliegende Festlegung

X &Y, =0 falls X; = Y, 1 sonst

ebenfalls verarbeitet werden.

Neben dieser vorteilhaften Eigenschaft weist dieses Maf eine recht unange-
nehme Eigenschaft auf: Es ist stark von der Skalierung der numerischen Attribu-
te abhingig. Ein offensichtlicher Nachteil, der zusdtzliche Arbeit erfordert und
dadurch unangenehm wird, daf} in der Literatur Uneinigkeit dariiber herrscht,
durch welche Art von Standardisierung dieser ,,Schaden® behoben werden soll-
te. Am h&ufigsten wird der Ansatz der Normalisierung durch Subtraktion einer
Konstanten, so dafy der Mittelwert Null betrégt und Reduktion mittels Division
durch die Standardabweichung verfolgt, wihrend [Coo88] in einer vergleichen-
den Studie die Division durch den Wertebereich favorisieren.

Das letzte im Rahmen der Objektdhnlichkeiten vorzustellende Maf ist ein
AhnlichkeitsmaB, das von [Gow71] gezielt fiir den Einsatz bei gemischten Da-
tentypen eingefithrt wurde:

Der Ahnlichkeitswert s(X,Y) fir zwei Objekte X,Y berechnet sich als
gewichtete® Summe von Ahnlichkeitskoeffizienten sp(X,Y), die fiir jedes At-
tribut k£ in Abhdngigkeit des Datentyps separat bestimmt werden:

(A) binér: sp(X,Y) =1 fir X; =Y, =1, 0 sonst
(B) nominal: si(X,Y) =1 falls X} = Y}, 0 sonst

(C) numerisch: sx(X,Y) =1 <|X, &Vi|/Rk

Man erkennt, dafi dieses Maf fiir (A) dem Koeffizienten (ii) aus Abbildung
3.1 entspricht und im Bereich (C) im Gegensatz zum euklidischen Abstand
fiir eine Form von Standardisierung durch Betrachtung des Wertebereiches Ry
gesorgt wird.

Keines der genannten Objektkonzepte kann ohne weiteres fiir die Losung
der Aufgabenstellung herangezogen werden, da in ihnen verankert ist, daf§ das
Objekt durch ein Tupel beschrieben wird. Wir bendtigen hingegen ein Maf, das
einen Attributwert als Objekt auffassen kann. Auf der anderen Seite ist es ge-
nau diese verdnderte Ausgangsposition, die im vorliegenden Fall einen Cluster-
Ansatz erst erméglicht: Schon allein das Aufstellen einer Ahnlichkeitsmatrix fiir
eine reale Datenbank mit 250.000 Tupeln ist undurchfithrbar, wihrend die An-
zahl der unterschiedlichen Attributwerte eines nominalen Attributs iiblicherwei-
se um Groflenordnungen kleiner ist als die Gesamtzahl der Tupel. In Abschnitt
3.2.2 werden ein taugliches Objekt—Objekt-Maf definiert und die Beziehung zu
einer Objektreprdsentation geklart, die den Einsatz der beschriebenen Mafle
ermoglicht.

®Das Gesamtgewicht ist 1/w, wobei sich w durch Summation der wy(X,Y) ergibt. Diese
sind 1, wenn fiir beide Objekte ein Wert fiir Attribut k& vorliegt, sonst 0.
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Gruppenéahnlichkeit

Es werden im folgenden verschiedene Ansitze wiedergegeben, die zuvor be-
schriebenen Festlegungen von Ahnlichkeiten bzw. Distanzen dahingehend zu
erweitern, dafl auch zwei Gruppen miteinander verglichen werden kénnen.
Eine bei numerischen Daten naheliegende Vorgehensweise ist es, den Ab-
stand zweier Gruppen als euklidischen Abstand der beiden Gruppenmittelwert-

vektoren T = (Z1,...,%;), ¥ = (¥1,---,7,) zu definieren:
P
d(X.Y) = | D (Tk &7k )?
k=1

Eine andere Herangehensweise stellt der Ansatz dar, die Gruppendhnlichkeit
s(X,Y) unmittelbar aus den einzelnen Objekt&hnlichkeiten zu gewinnen:

Beim nearest neighbour zieht man dazu das Objektpaar aus X XY heran, das
den kleinsten Abstand bzw. die groBte Ahnlichkeit aufweist und definiert dies als
Distanz / Ahnlichkeit der beiden Gruppen. Diese Festlegung wird beispielsweise
im Cluster-Verfahren SINGLE LINKAGE [KF51] genutzt. Da es fiir einen Zusam-
menschlufl zweier Cluster geniigt, wenn sie (bei geometrischer Interpretation)
an einer Stelle benachbart sind, kann es zum moglicherweise ungewiinschten
chaining kommen, das langgezogene, wenig kompakte Cluster induziert.

Analog zu obigem kann auch das entfernteste bzw. undhnlichste Objektpaar
den gesuchten Wert festlegen. Man spricht dann vom furthest neighbour, der
beim Cluster-Verfahren COMPLETE LINKAGE [Eve80] Verwendung findet.

Neben diesen beiden zuletzt genannten — im gewissen Sinne extremen —
Auspriagungen bietet sich als Kompromif§ geradezu an, nicht nur ausschlief}-
lich den nichsten bzw. entferntesten Nachbarn zu betrachten, sondern einen
Durchschnitt iiber alle Objektpaare aus X X Y zu bilden, um diesen dann als
Gruppenwert zu definieren. Dies bildet die Grundlage fiir das Verfahren Group
AVERAGE [Wil66].

Im Falle von Ahnlichkeiten, 148t sich obiges formal wie folgt

zusammenfassen7 .

nearest neighbour: s(X,Y) := maz{s(i,j)|i€ X,j €Y}
furthest neighbour: s(X,Y) := min{s(i,j)li€ X,j € Y}
average: s(X,Y):= Pfllm Yiex jev S(i,7)

Neben der Tatsache, daf§ die Aktualisierung der Matrix bei der Benutzung
eines dieser drei Verfahren wenig aufwendig ist, bieten SINGLE und COMPLE-
TE LINKAGE den weiteren Vorteil, daf§ sie invariant gegeniiber Reihenfolge-
erhaltenden Transformationen sind: Da sie jeweils nur den gréfiten bzw. den
kleinsten Ahnlichkeitswert auswihlen, sind sie recht robust gegeniiber Daten-
fehlern, die zu einer Verfilschung der Matrix fiihren.

"Fiir Distanzen miissen dual maz und min beim nearest und furthest neighbour ersetzt
werden.



KAPITEL 3. AGGREGATION IN NOMINALEN ATTRIBUTEN 17

Finen sehr interessanten weil flexiblen Ansatz bietet die Lance-Williams-

Rekursionsformel [Wil67]:
d(XlLJXQ,Y) = 041d(Xl,Y)—|-0Qd(XQ,Y)+ﬁd(X1,Y1)+’}/|d(X1,Y)<:\/d(X2,Y)|

Durch entsprechende Wahl der Werte fiir aq, ay, 3,7 erhilt man unter anderem
einige der bereits vorgestellten Mafle:

nearest neighbour: ay =a; =1/2; 5 =0;7 = <l1/2
furthest neighbour: ay =a; =1/2; 6=0;vy=1/2
average: a1 = | Xq|/(|X1| + [X2]); az = | Xo| /(| X1 + [X2[); 5 =7 =0

Wihrend die Gruppe—-Gruppe-Mafle nearest neighbour, furthest neighbour und
average universell einsetzbar und damit fiir die vorliegende Problematik inter-
essant sind, scheidet der euklidische Abstand der Gruppenmittelwerte aus, da
dies bei symbolischen Werten keinen Sinn ergibt.

Es sollte in diesem Abschnitt deutlich geworden sein, daB es der Uberlegung
bedarf, welches Maf das ,,rechte“ (fiir die jeweilige Anwendung) darstellt. Es ist
unbestritten, dafl kein in allen Doméanen perfektes Mafl bekannt ist. B. Everitt
weist in Bezug auf die Wahl des Ahnlichkeitsmafies auf eine grundsitzliche
Zirkularitdt hin:

»Die Wahl des Mafles wiirde sehr durch die Kenntnis der Struk-
tur der Daten erleichtert — aber genau diese Struktur soll mit der
Cluster-Analyse aufgedeckt werden. Wenn wir die Gruppierungen
hétten, kénnten wir das angebrachte Mafl benennen, wiiiten wir

um das passende Maf}, ergiben sich die gewiinschten Gruppierun-
gen* [Eve80, S.22].

3.1.3 Cluster-Techniken

Nachdem der Schritt der Uberfiihrung der Objektbeschreibungen (n x p - Ma-
trix ) in eine prozimity-n x n-Matrix durch Wahl eines Mafles und entsprechen-
der Rechnungen vollzogen wurde, gilt es festzulegen, welche Technik verwendet
werden soll, um letztendlich die Gruppierungen zu extrahieren.

[Eve80] unterscheidet im wesentlichen zwischen hierarchischen Verfahren,
Optimierungsverfahren, density- oder auch mode seeking- Verfahren und clum-
ping. Letzteres wird nicht niher betrachtet werden, da dieses Konzept Uberlap-
pungen der Cluster zuldBt und sich somit nicht fiir die Typinduktion anbietet,
die eine Partitionierung der Werte erfordert.

Hierarchische Verfahren

Wie der Name bereits verheifit, erzeugen hierarchische Verfahren eine Objekt-
hierarchie, die typischerweise als bindrer Baum bzw. Dendogramm visualisiert
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wird. Formal 148t sich das Frgebnis eines hierarchischen Verfahrens wie folgt
beschreiben:

Definition 3.3 Sei [ die Menge der Objekte und P(I) die entsprechende Po-
tenzmenge. H C P(I) ist eine Objekthierarchie genau dann, wenn die fol-
genden Punkte erfillt sind:

(1) I € H
(2)Veel:{z} e H

(3) Yh,h' € H:(hnk =0)v(hCh')v(h Ch)

Hierarchische Verfahren unterscheiden sich grundsdtzlich darin, ob sie die
Hierarchie von der Spitze herunter top-down oder von unten nach oben bottom-
up aufbauen. Verfahren, die letztere Richtung einschlagen, werden im Engli-
schen agglomerative genannt, die anderen divisive.

Die bottom-up Verfahren erfreuen sich grofier Beliebtheit, da ihr Konzept
in der Regel leicht umzusetzen ist: Iis werden solange alle Objekte betrachtet
und die dhnlichsten beiden zu einem neuen Objekt zusammengefiihrt, bis nur
noch ein Cluster iibrig ist, der alle urspriinglichen Objekte enthilt. Beziiglich
der Frage, wie die Ahnlichkeiten im Laufe des Prozesses bestimmt bzw. bei
der Fusion zweier Objekte aktualisiert werden, sei auf den vorangegangenen
Abschnitt verwiesen.

Top-down Verfahren erfordern im Gegensatz dazu eine ausgekliigelte Heuri-
stik (control strategy), die hoffen 148t, aus den exponentiell vielen Méglichkeiten,
eine Menge in zwei Teilmengen zu partitionieren, bzgl. einer objective function
eine moglichst gute Wahl zu treffen, ohne alle Moglichkeiten durchzurechnen.
Dafl einmal getroffene Entscheidungen bzgl. der Auftrennung oder der Fusion
bei hierarchischen Verfahren unwiderruflich sind, stellt deshalb inshesondere fiir
diese Verfahren ein echtes Problem dar. Als vorteilhaft kann es sich jedoch bei
geschickter Wahl eines entsprechenden Kriteriums erweisen, daf} ein top-down
Verfahren an geeigneter Stelle die Unterteilung der Gruppen stoppen kann.

Bei den top-down Verfahren wird zwischen zwei verschiedenen Konzepten
unterschieden: Polythetisch bedeutet, daf} alle Attribute die anstehende Aufspal-
tung beeinflussen, wihrend monothetische Verfahren in jedem Schritt jeweils ein
Attribut auswihlen, das allein den jeweiligen Aufteilungsprozefl bestimmt. Zur
Wahl dieses Attributs werden in den meisten Fillen probabilistische bzw. infor-
mationstheoretische Berechnungen herangezogen. Diese Herangehensweise 143t
sich in einem anderen wichtigen Bereich des maschinellen Lernens wiederfinden:
In3 [Qui86] als bekanntestes Mitglied der Familie der TDIDT® Algorithmen
geht bei der Losung der Aufgabe, einen Entscheidungsbaum anhand klassifizier-
ter Beispiele zu erzeugen, analog vor. In jedem Schritt wird dabei ein Attribut
ausgewihlt, das bei einer Aufspaltung der Beispiele anhand seiner Werte den
gréfiten Informationsgewinn in Bezug auf die Separation der unterschiedlichen
Klassen liefert.

8TDIDT: Top-Down Induction of Decision Trees
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Gemein ist den hierarchischen Verfahren, daf bei ihrer Verwendung aus der
Menge der méglichen Partitionen — jede Ebene der Hierarchie stellt eine dar
— die fiir die Anwendung niitzlichste auszuwihlen ist. Im einfachsten Fall wird
diese Entscheidung dem Benutzer iiberlassen, der auf diesem Wege auch sein
Wissen iiber den Sachbereich mit einbringen kann.

Optimierungsverfahren

Optimierungsverfahren sind darauf ausgerichtet, vom Benutzer vorgegebene
oder selbst erzeugte initiale Cluster bzgl. eines numerischen Kriteriums zu ver-
bessern. Sie liefern (in der Regel nichthierarchische) Partitionen, weshalb sie
auch hiufig unter dem Stichwort partitioning gefiihrt werden. Bei ihnen kann
im Gegensatz zu den hierarchischen Verfahren eine urspriinglich erfolgte Zu-
ordnung eines Objektes zu einem Cluster riickgingig gemacht werden, wenn sie
sich im Laufe der Optimierung als unvorteilhaft erweist.

Verfahren, die diesem Ansatz folgen, lassen sich zum einen anhand des ver-
wendeten numerischen Optimierungskriteriums und zum anderen anhand der
Methode, die benutzt wird, um initiale Cluster zu erzeugen, charakterisieren.
Wihrend die Initialisierung der k& Cluster zumeist nicht besonders erwidhnens-
wert ist — es werden oft die k ersten, die £ von einander entferntesten oder &
zuféllige Beobachtungen ausgewdhlt — geben die Optimierungskriterien mehr
her: Bei den meisten von ihnen steht die in der Statistik bekannte Matrix-
Gleichung T = W + B im Mittelpunkt, wobei sich die einzelnen Matrizen,
deren Bezeichnungen sich aus dem Englischen ableiten, die folgende Bedeutung
haben?: T ist Matrix der Gesamtvarianz (total dispersion matriz), W die in-
tra (within) Gruppenvarianz — summiert iiber alle k& Gruppen — und B die
inter (between) Gruppenvarianz. Da T konstant ist, sind die beiden mdoglichen
Optimierungsstrategien (Minimierung von W, Maximierung von B) dquivalent
zueinander.

Wihrend der einfache Spezialfall p = 1 zu einer skalaren Gleichung de-
generiert, die eine Optimierungsprozedur offenbart (siehe [Fis58]), ist im all-
gemeinen Fall p > 1 eine solche nicht offensichtlich. Deshalb konzentriert
man sich h&ufig auf die Minimierung der Determinante von W und noch
h&ufiger auf die Minimierung der Spur von W: Aus obiger Gleichung folgt
Spur(T) = Spur(W)+ Spur(B). Diesem Ansatz folgen in letzter Konsequenz
auch Verfahren, die die Objekte so lange unterschiedlich zuordnen, bis alle dem
Zentrum ihrer Gruppe (euklidisch) n&her sind, als einem Zentrum irgendeiner
anderen Gruppe (siehe nachfolgendes Beispiel).

Der bekannteste Repriasentant dieser Klasse von Verfahren ist das k-Means
Clustering [Mac67], welches kurz in einer Variante beschrieben wird: Der Algo-
rithmus sucht nach einer Partitionierung der Beobachtungen in eine vom Benut-
zer anzugebenden Anzahl k von Clustern, die jeweils durch ein Cluster-Zentrum
(mean) beschrieben werden. Gestartet wird der Vorgang mit k zufillig gew&hl-
ten Beobachtungen, die als initiale Zentren dienen. Im weiteren Verlauf wer-
den alle Beobachtungen der Reihe nach dem jeweils néchsten Cluster-Zentrum

°Die ausfithrlichen Definitionen der Matrizen lassen sich etwa in [Wil62] finden.
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zugeordnet, wobei die Lage des Zentrums sich in die Richtung der neuen Be-
obachtung ,bewegt“. Je mehr Beobachtungen sich in dem Cluster befinden,
desto ,,schwerer® ist er und desto kleiner fillt die Bewegung aus. Das Verfahren
stoppt, nachdem alle Beobachtungen abgearbeitet wurden.!?

Neben den Verfahren, die auf der genannten Matrix-Gleichung beruhen,
gibt es auch solche, die ein Informationsmafl benutzen (z. B. SNoB [Dow94])
oder eine Cluster-Stabilitit definieren, deren Durchschnitt iiber alle Cluster zu
maximieren ist.

Auch wenn einige Verfahren dynamisch die Anzahl k& der Cluster verdndern
konnen, so stellt die Wahl dieses Parameters doch in den meisten Féllen ein Pro-
blem dar — vergleichbar mit der Schwierigkeit, die fiir eine Partition giinstigste
Ebene eines hierarchischen Verfahrens zu bestimmen. Dies wird in der Regel
dazu fithren, dafl der Benutzer eine Reihe von unterschiedlichen Werten fiir £
ausprobieren wird — in der Hoffnung, daf§ die Frgebnisse einen Schluf} iiber
die angemessene Wahl nahelegen. Des weiteren kénnen Optimierungsverfah-
ren keine global-optimale Lésung garantieren. Sie erreichen lediglich ein lokales
Maximum, was ebenfalls mehrere Lernldufe mit unterschiedlichen Startkonfigu-
rationen nétig macht.

Density Search

Eine geometrische Interpretation der Cluster-Analyse 146t die einzelnen Objekte
zu Punkten des p-dimensionalen durch die unterschiedlichen Attributwerte auf-
gespannten Raums werden. Dies wird besonders anschaulich, beschrinkt man
die Anzahl der Attribute p auf 3.

Es ist bei dieser Betrachtung ein natiirliches Konzept, nach Gebieten zu
suchen, die dicht von Punkten besetzt sind und von einer wenig dichten Zone
umschlossen werden, um diese Gebiete als Cluster zu extrahieren. Viele dieser
ynach Dichte suchenden®“ Verfahren erwuchsen dem Versuch, SINGLE LINKA-
GE dahingehend zu verbessern, das chaining — die Tendenz, Punkte eher in
ein existierenden Cluster aufzunehmen als eine neue Gruppe zu erzeugen — zu
entschirfen.!! So werden bei der Tazmap-Methode [Sne69] dem SINGLE LINKA-
GE zusdtzliche Kriterien zur Seite gestellt, die entscheiden, wann das Hinzufiigen
zu einem Cluster gestoppt werden sollte: Ein nearest neighbour wird etwa nur
dann aufgenommen, wenn die Differenz von resultierender neuer durchschnitt-
licher Ahnlichkeit der Gruppenmitglieder und Absinken der durchschnittlichen
Ahnlichkeit weniger als C' betrigt.

[Lev70] bauen bei ihrer Methode um unimodale Fuzzy-Mengen!? zu fin-
den, ebenfalls auf SINGLE LINKAGE auf, betrachten jedoch die zu beurteilen-
den Punkte in einer Reihenfolge, die auf dem grade of membership der Punkte
beruht. Dieser gibt an, wieviele Punkte sich im Umkreis 7" von x; in Bezug auf

%Fine andere, weniger von der Reihenfolge abhingige aber aufwendigere Variante, aktua-
lisiert die Cluster-Zentren erst dann, wenn alle Beobachtungen verteilt wurden. Danach wird
solange der gesamte Prozefi wiederholt, bis sich keine Verinderungen mehr bzgl. der Cluster
ergeben.

1174 SINGLE LINKAGE und chaining siche Abschnitt 3.1.2.

127ur Definition von Fuzzy-Mengen siche [Zad65].
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den euklidischen Abstand befinden:
gom(X;) := |, i| = {ald(zi, ) < T}

So anschaulich das verfolgte geometrische Konzept auch ist, so machen die-
se beiden Vertreter schon deutlich, dafl die untrennbar mit der Cluster-Analyse
verbundene Frage nach dem Maf letztendlich nur auf die Festlegung von Para-
metern verlagert wird. Bei der Taxmap-Methode ist dies der Schwellwert (' als
Indikator fiir (Dis-)Kontinuitdt, wihrend es bei der Entdeckung der unimodalen
Fuzzy-Mengen eines vom Benutzer anzugebenden Radius 7" bedarf.

Wie bereits zu Beginn dieses Abschnittes bemerkt wurde, spielt es fiir die
Cluster-Techniken ganz im Gegensatz zu den AhnlichkeitsmaBen auf Objekt—
Objekt-Ebene eine untergeordnete Rolle, welche Struktur die Objekte tragen.
Es 148t sich damit abschlieBend kurz und knapp festhalten, dafl die vorgestellten
Techniken fiir die Bearbeitung der Aufgabe in Frage kommen.

3.2 Clust_ DB

In diesem Abschnitt wird der Ansatz vorgestellt, der dem im Rahmen dieser
Diplomarbeit entwickelten Programm CrUsT_DB zugrunde liegt. s handelt sich
dabei um einen hierarchischen bottom-up Cluster-Ansatz, dessen Komponenten
der Reihe nach vorgestellt werden:

Nachdem zu Beginn des dritten Kapitels bereits der Einsatz der Cluster-
Analyse erldutert wurde, wird zunéchst im Abschnitt 3.2.1 die Wahl der agglo-
merativen hierarchischen Cluster-Technik begriindet werden. Der darauf fol-
gende Abschnitt wird sich mit dem verwendeten AhnlichkeitsmaB befassen,
wahrend Abschnitt 3.2.3 der Nullwertbehandlung von CLUsT_DB zugedacht ist.

Abschnitt 3.2.4 wird einen Uberblick iiber das Verfahren bieten, der eine
Komplexitdtsabschétzung beinhaltet. Im Abschnitt 3.2.5 wird die algorithmi-
sche Ebene verlassen, um Details der Implementation zu erértern. Gegenstand
des abschliefenden Abschnitts 3.2.6 wird die Wahl und Gewichtung der fiir das
MafB heranzuziehenden Attribute sein.

3.2.1 Cluster-Technik

CrLusT_DB liefert als Ergebnis eine Cluster-Hierarchie, die bottom-up aufgebaut
wird. Die hierarchische Methode besitzt den Vorteil, daf§ fiir den Aufbau der
Gruppen im Gegensatz zu den meisten anderen Verfahren keine vom Benutzer
vorzugebenden Parameter nétig sind. Besonders im Hinblick auf die Datenmen-
ge realer Datenbanken erschien es wichtig, Durchginge, die fiir die Bestimmung
angemessener Parameter erforderlich gewesen wiren, einzusparen.

Der Nachteil, daf die eigentlich gesuchten Partitionen der Hierarchie ent-
nommen werden miissen, wog nicht so schwer: Die Strukturinformation einer
Hierarchie diirfte in den meisten Fillen fiir diesen erhohten Aufwand entschidi-
gen, so dafl meiner Meinung nach dies hier nicht als gravierender Nachteil hier-
archischer Verfahren bezeichnet werden sollte. So kénnen Lernverfahren wie
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etwa INDUCE [Mic83] und OTis [Ker88] diese Information direkt nutzen. Insbe-
sondere fiir die Rolle CLUsT_DBs als eigenstandiges KDD-tool (siehe Abschnitt
3.3) leistet sie einen Beitrag.

Daf} die Wahl auf die bottom-up Herangehensweise fiel, begriindet sich dar-
in, daf} die aufwendigeren top-down Verfahren — man denke dabei an die control
strategies — hier ihren Vorteil gegeniiber den bottom-up Verfahren nicht richtig
entfalten kénnen: Ein Stopp an der falschen Stelle hitte einen neuen Lernlauf
erfordert und damit den eigentlichen Vorteil mehr als zunichte gemacht.

3.2.2 AhnlichkeitsmaB

Im folgenden wird das Kernstiick von CLUST_DB, das verwendete Ahnlichkeits-
maf, vorgestellt. Gemif der Ausfiilhrungen in Abschnitt 3.1.2 werden zunédchst
die Objekt- und dann die Gruppendhnlichkeit definiert.

Objektahnlichkeit

In der Diskussion der in der Cluster-Analyse gebriauchlichen AhnlichkeitsmaBe
auf der Objektebene ist dargestellt worden, daf sie auf der Beschreibung ei-
nes Objektes durch ein Tupel von Attributwerten basieren. Fine entsprechende
Ausgangssituation ist hier nicht ohne weiteres gegeben: Alles, was wir zunichst
haben, sind die Attributwerte des zu gruppierenden Attributs.

Eine triviale Moglichkeit besteht darin, aus den Haufigkeiten, mit denen
zwel Attributwerte in der Tabelle zu finden sind, die Ahnlichkeit dieser bei-
den abzuleiten. Dieser Ansatz wurde als zu schwach bewertet und nicht weiter
verfolgt.

Vielversprechender ist der Versuch, eine Objektreprisentation zu finden,
die den Einsatz der vorgestellten Mafle ermoglicht. Ein erster Versuch kénnte
wie folgt aussehen: Fiir den Fall, da jedes Objekt (d. h. jeder Attributwert)
a; des zu gruppierenden Attributs A nur einmal in der Datenbank vorkommt,
konnte er etwa durch das Tupel (b;,, ..., b;,) mit (a;, b, ...,b;,) € R dargestellt
werden und die Berechnung der Ahnlichkeiten gem#$ eines der vorgestellten
Mafe realisiert werden.

Fine plausible Erweiterung fiir den allgemeineren (und sehr viel wahrschein-
licheren) Fall, daf @ mehrfach als Attributwert von A vorkommt, ist es dann,
alle entsprechenden Tupel zu einer Menge zusammenzufassen und im folgen-
den die bekannten Mafie so zu verwenden, als handele es sich dabei um bereits
gebildete Cluster. Diese Reprisentation — im weiteren Verlauf als Tupelre-
prdsentation bezeichnet — hat allerdings den Haken, dafl mit allen Tupeln der
Datenbanktabelle gearbeitet werden muf}:

Lemma 3.1 A sei das zu gruppierende Attribut und By ... B, die tibrigen in
der Tabelle R vorkommenden Attribute. Der Platzbedarf fiir die Tupelreprdsen-
tation der Objekte kann auf O(m4-mp, ") anwachsen, wobei mp, . die maxi-
male Anzahl verschiedener vorkommender Attributwerte von By ...B, und my4

die Anzahl verschiedener vorkommender Werte fiir A bezeichnet.'3

13 Es ist also ma := |7a(R)| und msp,,,, = maz{|rs,(R)|,..., |75, (R)|}.
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Beweis Die Mengen, die als Reprasentation fiir ein Objekt dienen, enthalten
n-Tupel. Da es fiir jede der n Stellen des Tupels unabhingig voneinander bis
7u mp,,,, Moglichkeiten gibt, sie zu besetzen, folgt, daf jede der m4 Mengen
bis zu mp,,,," Elemente enthalten kann. O

Niemand wird versuchen wollen, eine reale Datenbank in den Speicher zu
holen, so daf§ die Anzahl der Datenbankzugriffe fiir die Cluster-Analyse sehr
grof} werden diirfte.

Diese Voriiberlegungen fiihrten zu dem verwendeten Maf}, das im folgen-
den vorgestellt wird. Es wird zunichst formal eingefiithrt, um es anschlieflend
ausfithrlich zu diskutieren.

Definition 3.4 Das von CLUST_DB verwendete Maf fir die Ahnlichkeit
zweier Attributwerte a;,a; des zu gruppierenden Attributs A einer Tabel-
le R einer relationalen Datenbank ist definiert als

(1) s(aiaj, A, R):=> wi-sp,(ai,a;, A R)
k=1

wobei By ...B, vom Benutzer gewdhlte Attribute von R, wy...w, deren zu-
geteilte Gewichte sind und s, (a;,a;) als Ahnlichkeit von a; und a; bzgl. des
Attributs By, wie folgt definiert ist:

_ |MBk(aiv A, R)N MBk(ajv A, R)|

2 X 47A7R =
@) smelai i 4 R) = 1y 0 A RO M, (aj, A, B)

(3) Mp,(ai, A, R) =7, (04=q,(R)),

deren Elemente im folgenden auch als Mitspieler von a; bzgl. By bezeichnet
werden.

Diese Definition soll nun niher erldutert werden. Da aus dem Kontext stets
hervorgeht, welches Zielattribut A welcher Tabelle R betrachtet wird, wird im
folgenden auf deren Angabe der Ubersichtlichkeit halber verzichtet.

(1) verlagert das Problem zunichst auf (2), indem festgestellt wird, daf
sich die Gesamtihnlichkeit s(a;, a;) als gewichtete Summe des eigentlichen Ma-
Bes sp, (@i, a;) berechnet. (3) dient dazu, (2) etwas iibersichtlicher werden zu
lassen. Zudem wird die kombinierte Operation der Projektion einer Selektion'*
7B, (0A=q,(R)), die die Menge {v|(a;,v) € T4p,(R)} beschreibt, durch Mg, (a;)
abgekiirzt.

(3) verdeutlicht aber auch, worauf sich das Maf} stiitzt: Das Objekt a; €
TA(R) wird durch ein n-Tupel reprisentiert, dessen Komponenten die jeweili-
gen Mitspieler von a; bilden. Es werden zwei Werte (bzgl. eines Attributs By)
als dhnlich betrachtet, wenn sie (bzgl. By ) etwa die gleichen Wertemengen auf-
weisen. Diesem Ansatz liegt die Annahme zugrunde, daf§ die Attributwerte der
unterschiedlichen Attribute nicht vollig unabhingig voneinander sind, sondern

14Giehe hierzu Kapitel 2.
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vielmehr semantisch zusammengehéren. Im folgenden werden A auch als Ziel-
und By ...B, als Quellattribute bezeichnet.

Die Ahnlichkeit mit dem zu Beginn gemachten naiven Tupel-Ansatz ist
offensichtlich. Der Unterschied scheint subtil, hat aber weitreichende Konse-
quenzen, wie die dem Beispiel folgende Analyse der Mitspielerreprdsentation in
Bezug auf den Platzbedarf zeigen wird.

Zunéchst aber soll ein kleines Beispiel basierend auf Tabelle 2.1 den Vorgang
Objekt — Objektreprasentation — Ahnlichkeitswert verdeutlichen. Dabei sei
NAMFEF in Tabelle LIFFFERANT als zu gruppierendes Attribut gewidhlt und
die Darstellung auf das Quellattribut WARF mit ww apg := 1 beschrinkt.

Beispiel 3.1 My ,,..(Bauer < Bill) = {Kartof feln}
Mw are(Farmer < Joe) = {Gefligel, Gemiise}
Mw are(Fischers & Fritze) = {Fisch}
Mware(Hof < Holt) = {Gemiise,Obst}
Myw are(Me < Dorado) = {Fisch, Mais,Gefligel}
Sware( Bauer & Bill, Farmer &Joe) = 0/3
SWare(Farmer <Joe, Hof < Holt) = 1/3
SWare(Farmer <Joe, Mc < Dorado) = 1/4
sware(Hof < Holt, Mc< Dorado) = 0/5

Insbesondere die Mitspielermengen diirften durch das Beispiel an Anschau-
lichkeit gewonnen haben, so dafl das folgende Lemma keine Schwierigkeit be-
reiten sollte:

Lemma 3.2 Der Platzbedarf fiir die Milspielerreprdsentation der Objekte ist
durch O(n - ma - mp,,,.) beschrinkt, wobei mp, .. die mazimale Anzahl ver-
schiedener vorkommender Attributwerte von By ...B, und my die Anzahl ver-
schiedener vorkommender Werte fiir A bezeichnet.

Beweis  FEin Objekt a; wird durch ein n-Tupel beschrieben, dessen Stellen
durch Mp, (a;), die Menge der Mitspieler beziiglich des Attributs By, besetzt
werden. Jede dieser n Mengen kann maximal mp,, , Elemente besitzen, was fiir
jedes der my Objekte zu einem Platzbedarf von O(n - mp,,,, ) fiihrt. O

Bei der aufgezeigten Datenreduktion mufl man sich selbstverstdndlich fra-
gen, zu welchem Preis diese erkauft wurde, welche Konsequenzen dies hat. Fine
Reduktion ist letztendlich nichts wert, wenn ein grofler Teil der Information, die
in den Daten steckt, verloren geht. In der Reprisentation iiber die Mitspieler-
mengen steckt nicht die Information, in welchen Kombinationen die Attribut-
werte vorkamen. Auch kann sie wegen der Mengeneigenschaft keine Auskunft
mehr tiber die Anzahl der unterschiedlichen Attributwerte geben. Wihrend bei-
de , Verluste“ bei der Ahnlichkeitsberechnung keine Rolle spielen, macht letz-
terer CLUST_DB anfélliger in Bezug auf Datenfehler: Ein falscher Attributwert
broise in einer Mitspielerliste wiegt genauso schwer, wie ein hundertfach gele-
sener (korrekter) Wert by504. Multimengen stellen keine Alternative dar, da sie
den gleichen Platzbedarf wie die Tupelreprisentation bendtigen. Im Abschnitt
3.6.3 wird dieser Punkt aufgegriffen.
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Gruppenéahnlichkeit

Im Fazit des Abschnitts 3.1.2 iiber die bekanntesten Ahnlichkeitsmafe fiir den
Vergleich zweier Gruppen von Objekten wurde bereits festgehalten, daf} einige
von ihnen — ganz im Gegensatz zu den Maflen auf der Objektebene — nicht
von der Objektreprisentation abhdngen. So wurden etwa furthest bzw. nearest
neighbour und average als fiir die Problemlosung tauglich beschrieben. Bei ei-
nem Zusammenschlufl von Objekten bzw. Gruppen sind sie nicht auf eine echte
Aktualisierung der Reprédsentationen mit moglicherweise aufwendigen Neube-
rechnungen angewiesen, es wird letztlich auf einfache Weise ausschliefilich mit
den Werten der zu Beginn erzeugten Ahnlichkeitsmatrix gearbeitet. Dies ist
insbesondere von Vorteil, wenn sich keine natiirliche Gruppenreprisentation
anbietet.

Im vorliegenden Fall drangt sich jedoch eine solche geradezu auf: Da zwei
Objekte durch ein Tupel von Mengen reprisentiert werden, liegt es nahe, die
Fusion beider durch die komponentenweise Vereinigung dieser Mengen darzu-
stellen.

Definition 3.5 Die Ahnlichkeit zweier Mengen von Attributwerten
X,Y des zu gruppierenden Attributs A einer Tabelle R einer relationalen Da-
tenbank ist definiert als

(1) s(X,Y,A,R):=> wy-sp,(X,Y,A R)
k=1

wobei By ...B, vom Benutzer gewdhlte Attribute von R, wy...w, deren zu-
geteilte Gewichte sind und sp, (X,Y) als Ahnlichkeit von X und Y bzgl. des
Attributs By, wie folgt definiert ist:

|MBk(X,A,R)ﬂ MBk(Y,A,RN

9 X, YA R):=
(2) s (X,Y,AR) |Mp, (X, A, R)U Mp, (Y, A, R)|

(3) Mp, (X, A, R):= | 7B, (04=0,(R))
a;€X

Neben der resultierenden Kompaktheit — Definition 3.5 geht fiir einele-
mentige X,Y in Definition 3.4 iiber, so daf letztlich nur ein Maf$ fiir alle drei
Situationen Objekt—Objekt, Objekt—Gruppe, Gruppe-Gruppe verwendet wird
— wirft diese Wahl auch praktischen Gewinn ab: Es wird so mdéglich, innerhalb
der Gruppen nach Inklusionen zu suchen und diese als zusdtzliche Strukturin-
formation dem Benutzer zugénglich zu machen (siche Abschnitt 3.2.5).

Dafiir, daBl die Kosten fiir eine solche Reprdsentation und die entsprechen-
den Berechnungen der Ahnlichkeitswerte im Rahmen bleiben, sorgt der in Ab-
schnitt 3.2.4 beschriebene Zugrifl auf die Daten und die Implementation, die
die Ordnung der jeweiligen Mengen gewdhrleisten.
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3.2.3 Nullwertbehandlung

Jedes Verfahren, das sich mit Attributwerten befafit, mufl eine (konsistente)
Strategie finden, um mit fehlenden Werten moglichst angemessen umzugehen.
Wihrend fehlende Werte schon die herkémmliche Cluster-Analyse zu entspre-
chenden Uberlegungen zwingen'®, stellt das pathologische NULL in der Da-
tenbanktheorie ein Kapitel fiir sich dar: Jeder fehlende Wert (Nullwert) ist
eine Konstante, die sich von den anderen Nullwerten unterscheidet. Es gilt also
NULL # NULL. Dies hat ganz offensichtlich Einflufl auf jede darauf aufbauen-
de Logik. Ein Vorschlag, diesen ,,Schaden® aus Sicht des KDD moglichst elegant
zu beheben, findet sich in [Bel95].

CrusT_DB ignoriert Nullwerte insofern, als daf sie nicht in die Mitspieler-
menge aufgenommen werden. Sie gehen also nicht in die Ahnlichkeitsberechnung
mit ein.

3.2.4 Algorithmus

Der Wahl der hierarchischen bottom-up Cluster-Technik ist es zu verdanken,
daf} der Algorithmus leicht und kompakt zu beschreiben ist. Als entsprechend
unproblematisch wird sich auch die Komplexitdtsabschitzung bzgl. Platz- und
Zeitbedarf erweisen, da die Verwendung von geordneten Mengen im Kern der
Objektreprisentation die Kosten der Ahnlichkeitsberechnungen klar ausweisen.

Die in Abschnitt 3.2.5 zu beschreibende Implementation weist an einigen
Stellen Erweiterungen auf, die aber bzgl. der Komplexitit der Datenstrukturen
und des Ablaufs des Algorithmus keine Rolle spielen. Lediglich eine Erweiterung
sei hier als Ausnahme vermerkt: Die Ahnlichkeitsmatrix wird mehrdimensional
gefithrt, um Auswertungen bzgl. der einzelnen Quellattribute zu ermoglichen.
Dies wire fiir die Cluster-Analyse an sich nicht nétig gewesen.

Eingabe
o Zielattribut A — Attribut, dessen Werte gruppiert werden sollen.

o Quellattribute By ...B, — fir die Ahnlichkeitsbestimmung zu beriick-
sichtigende Attribute.

o (lewichte wy ... w, — Gewichte, die fiir By ... B, festlegen, wie stark diese

in die Ahnlichkeitsbestimmung eingehen.

Ausgabe

o bindrer Baum — Cluster-Hierarchie.

Datenstrukturen und ihr Platzbedarf
o VALUES[L...i...m4]: (a;)

Array, in dem die m 4 verschiedenen Attributwerte von A vermerkt sind

15[Aha90] zeigte etwa, daff verschiedene Strategien zu teilweise stark unterschiedlichen Er-
gebnissen fiithren.
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— O(ma).
¢ PARTNER[L...i...m4): (Mg, (a;),..., Mg,(a;))

Array, in dem jeweils maximal mp,, , Mitspieler bzgl. der Quellattribute
aufgesammelt werden — O(n -my4 - mpg,,,, ) — siehe Lemma 3.2.

o CLUSTER: (a;,left,right)
Bindrer Baum fiir die Cluster-Hierarchie — O(m4) — ein vollstandiger
bindrer Baum mit my4 Bldttern hat 2m 4 <1 Knoten (inkl. Blitter).

o SIMMATRIX[1...i...ma][l...5...mal][0...k...n]:(sB,(a;, a;))
Ahnlichkeitsmatrix bzgl. des Quellattributs B. An der Stelle k = 0 wird
die Gesamtihnlichkeit gespeichert — O(n - m%) — Platzbedarf von n
m4 X my-Matrizen.'®

Algorithmus Clust_DB
(A) Initialisierung:

(1) Anzahl unterschiedlicher Objekte my4 := |7 4(R)|
VALUES[L...m4):=7a(R)

PARTNER[L...i...my4] = Mp, (VALUESTi]) fiir alle Quellattri-
bute By...By...B,

(2) Erzeuge my Blatter fiir die Attributwerte @; im bindren Baum

CLUSTER.

(3) Fille SIMMATRIX[d][j][k] fir 1 <7< j<mgqund 1<k <n
mit sg, (a;,a;), den Ahnlichkeiten der Attributwerte a;,a; bzgl. des
Attributs Bj. Speicher die jeweiligen Gesamtdhnlichkeiten in den
entsprechenden Feldern mit k£ = 0 ab.

(B) Gruppierung:

(1) Anzahl der Gruppen g := my.

(2) Entnehme SIMMATRIX[{][j][0] das Paar (¢,j), das die grofite
Ahnlichkeit aufweist.

(3) Erzeuge in CLUSTER einen Vaterknoten fiir ¢,j und trage in ihm
die Objektreprisentation fiir das neue Objekt ein.

(4) Aktualisiere die Ahnlichkeitsmatrix bzgl. des neuen Objekts, das die
Stelle von ¢ einnimmt, und 16sche das Objekt j.

(5) g:=g&1
Wenn ¢ > 1, dann gehe zu (2).

(C) Ausgabe:

(1) Visualisiere die Hierarchie durch Ausgabe aller Knoten und Blatter
von CLUSTER.

1% Aufgrund der Symmetrie des MaBes und der Unwichtigkeit der Diagonaleintrige s(3,1)

werden nur obere Dreiecksmatrizen mit m 4 - (mA — 1)/2 Eintrigen benotigt, was aber an der
Komplexitat nichts dndert.
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Korrektheit des Algorithmus

Der Algorithmus ist insofern korrekt, als daf offensichtlich in jedem Schritt die
beiden &hnlichsten Objekte zusammengefiihrt werden. Dabei wird sowohl die
Reprisentation fiir das neue Objekt erzeugt als auch die Ahnlichkeitsmatrix
wie erforderlich aktualisiert.

Es ist sichergestellt, dal der Algorithmus in endlicher Zeit terminiert, da
in jedem Schritt die anfangs m4 Gruppen um 1 verringert werden — es gibt
stets ein dhnlichstes Paar — und der Algorithmus stoppt, wenn es nur noch
eine Gruppe gibt.

Laufzeitabschatzung fiir den Algorithmus Clust_DB

Bei der Abschétzung wird zunichst der Aufwand der Datenbankzugriffe in (A1)
vernachlissigt, was zu einer vorliaufigen ,internen® Laufzeitanalyse fiithrt. Die
Interaktion mit der Datenbank wird im Anschluf} separat betrachtet.

(A) Initialisierung:

(1) Abschitzung erfolgt spiter (siehe vorangegangene Bemerkung).
(2) O(my) — trivial.
(3) O(n-m?% -mpg,,,,)— Essind O(m%) Werte fiir jede der n Matrizen

zu berechnen. Fiir einen Wert muf} die Kardinalitét der Vereinigung
und des Schnitts zweier geordneter Mengen My, My bestimmt wer-
den. Dies kann in O(|My| 4+ |My|) realisiert werden [AHUS83]. Da
die Kardinalitat | M|, | M| der beteiligten Mengen durch mp,_, . be-
schrankt ist, folgt insgesamt der angegebene Gesamtaufwand.

(B) Gruppierung:

(1,5) O(m4) Durchldufe von (2) — (4) — Bei jeder Fusion wird die Anzahl
der Gruppen von anfangs m4 um 1 verringert.

(2) O(m%) — trivial.

(3) O(n - mp,,,,) — Das Herstellen eines Vaterknotens erfolgt in kon-
stanter Zeit, wihrend die Kosten der neuen Objektreprisentation
durch n-maliges Vereinigen geordneter Mengen bestimmt werden,
deren Kardinalitdt héchstens mp,,,, betriagt.

(4) O(n-ma4-mp,,,,) — Es sind O(my) Stellen der n Matrizen neu zu
berechnen, da nur die beiden Zeilen (¢,-), (7, -) und die beiden Spalten
(-,7), (-, 7) (teilweise — es handelt sich ja um obere Dreiecksmatrizen)
aktualisiert werden miissen.

(C) Ausgabe:

(1) O(my) — ein vollstindiger bindrer Baum mit m4 Blittern hat
2m 4 <1 Knoten (inkl. Blitter).
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Lemma 3.3 Sei n die Anzahl der gewdhlten Quellattribute, N die Gesamt-
zahl der Tupel der entsprechenden Tabelle, m 4 die Anzahl verschiedener vor-
kommender Attributwerte des Zielattributes A und mp,,,, das Maximum ver-
schiedener vorkommender Werte der Quellatiribute By ... B, so ist die interne
Laufzeit des Algorithmus CLUST_DB durch O(n-m? -mp,,,, +m?%) beschrinkt.

Beweis Die Abschatzung folgt aus den einzeln in der vorangegangenen Lauf-
zeitabschdtzung aufgefiithrten Positionen:

O(n-m% -mp,..+ma-(my+1+n-mp,,, +n-ma-mp,.,)+ ma )

Initialisierung Gruppierung Ausgabe

Eine Abschitzung durch O(n - m2,,,) mit m,q, := maz{ma, mp,, . } wird

max
als zu grob betrachtet, da sich mp,,,, etwa durch ein numerisches Quellattribut
By, um Gréflenordnungen von m 4 unterscheiden kann. O

Wihrend sich die Teile (B) und (C) des Algorithmus komplett im Speicher
des Rechners abspielen und damit problemlos zu analysieren sind, sind bei der
Initialisierung (A) Datenbankzugriffe notig. Das wirft Fragen auf, die fiir die
effektive Laufzeit wesentlich sein kénnen:

(1) Wie sehen diese Anfragen an das Datenbankmagementsystem (DBMS)
aus?

(2) Wie viele Zugriffe sind nétig?
(3) Was ,kosten“ sie?

(4) Wie viele Attributwerte werden iiber das Netz bewegt?

Wenn moglich, ist es selbstverstiandlich anzustreben, (1) so zu wéhlen, daf}
(2),(3),(4) minimal sind. Es ist jedoch offensichtlich, dafi man nicht unbedingt
eine optimale Losung erhélt, wenn man nacheinander die einzelnen Punkte ge-
trennt minimiert. So kann es sich lohnen, aufwendigere Anfragen zu stellen, um
die Anzahl der gelieferten Tupel zu senken.

Bei der Frage nach den Kosten der Anfragen kann man lediglich referieren,
was die Theorie besagt; das Verhalten des DBMS kann davon abweichen, es
liegt letztlich auflerhalb unserer Kontrolle.

Die Beantwortung der entscheidenden Frage (1) kann im eigentlichen Sinne
auch als Teil der Implementation angesehen werden, wird aber ganz bewuf}t
bereits in diesem Abschnitt erfolgen:

Der Initialisierungsschritt (A1) zur Bestimmung von m4 und zum Aufbau

von VALUES und PARTN FR wurde durch
select distinct ( A,B; ) from R order by A

mit £ = 1...n realisiert.
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Lemma 3.4 Sei n die Anzahl der gewdhlten Quellattribute und N die Ge-
samtzahl der Tupel der entsprechenden Tabelle R, so kommt der Algo-
rithmus CLUST_DB mil n Datenbankzugriffen aus, deren Gesamtaufwand
durch O(n - Nlog N) beschrinkt ist. Die Anzahl der selektierten Werte wird
durch O(n - my - mp,,,,) beschrieben mit ma = |1a(R)| und mp,,,, =
maa{|ra, (R), ... |7 (R)[}.

Beweis  Zunichst ist festzuhalten, dafi die beschriebenen Anfragen aus-
reichen, um die geforderten Informationen zu erhalten. VALUFS und
PARTN E R werden offensichtlich bedient, dank der in Abschnitt 3.2.5 beschrie-
benen technischen Realisierung &8t sich dariiber hinaus my4 durch einfaches
»2Mitzdhlen“ der Tupel bestimmen. Die Anzahl der zu iibermittelnden Werte
wurde bereits in Lemma 3.2 bestimmt. Der mit O(N log N') pro Anfrage ange-
gebene Aufwand ergibt sich aus der Tatsache, daf} jede dieser Anfragen N Paare
(a,b) der Tabelle sortiert und der (berechtigten) Hoffnung, daf dies optimal im
Sinne der Theorie!” vom DBMS ausgefiihrt wird. |

Somit ergibt sich (ohne Beweis, da lediglich die beiden Teilergebnisse aus
Lemma 3.3 und Lemma 3.4 zusammengefiihrt werden) das folgende Korollar,
das die Laufzeit von CLUST_DB ausweist.

Korollar 3.1 Sei n die Anzahl der gewdhlten Quellattribute, N die Gesamt-
zahl der Tupel der entsprechenden Tabelle, m 4 die Anzahl verschiedener vor-
kommender Attributwerte des Zielattributes A und mp,,,, das Maximum ver-
schiedener vorkommender Werte der Quellattribute By ...B,, so kommt der
Algorithmus CLUST_DB mit n Datenbankzugriffen aus, wobei die Anzahl der
selektierten Werte maximal n - my - mp,, . betrdgt. Die Laufzeit ist durch
O(n-Nlog N +n-m% -mp,,., +m?) beschrinkt.

3.2.5 Implementation

Nachdem schon im vorangegangenen Abschnitt ein Aspekt der Implementie-
rung — die Auswahl der SQL-Anweisungen — besprochen wurde, werden im
nun folgenden die Systemarchitektur in Bezug auf die Kopplung an eine rela-
tionale Datenbank sowie simtliche Ausgaben des Programmes beschrieben. Die
verschiedenen Nutzungsmoglichkeiten von CLUST_DB werden in Abschnitt 3.3
aufgezeigt.

Architektur

CrusT_DB wurde in der Programmiersprache C implementiert und konnte wei-
testgehend auf die in [Bro94] entworfene und beschriebene Schnittstelle zum
DBMS Oracle 7 aufbauen. Die Schnittstelle setzt via embedded SQL die An-
fragen von CLUsT_DB ab und nimmt iiber ein Netzwerk mit TCP /IP-Protokoll
Wert fiir Wert von der Datenbank in Empfang.

1"Die angegebene Laufzeit 1iBt sich etwa durch Verwendung von HEAPSORT erreichen
[AHUS83].
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Dieser inkrementelle Charakter des Transfers macht die Implementation an
einigen Stellen leichter als es der relationale Zugang zunéchst suggeriert. So
konnen etwa beim Aufbau von VALUE und PARTNER (siche Abschnitt
3.2.4) die iiber die Schnittstelle eintreffenden Werte bequem auf die Strukturen
verteilt und gezdhlt werden.

Sowohl die Quellattribute als auch das Zielattribut diirfen einen beliebigen
von Oracle 7 unterstiitzten Typ wie etwa DATE, VARCHAR, NUMBER aufwei-
sen. Ausgenommen sind lediglich Attribute des Typs RAW, die unformatierte
(,rohe“) Bindrdaten beinhalten, die jeweils bis zu 2 GB grof} sein kénnen. Es
steht dem Anwender aus technischer Sicht also auch der Einsatz von CLUST_DB
bei numerischen Zielattributen offen.

Ausgabe

Nach diesen dem Benutzer verborgenen Details werden nun alle Ausga-
bemdoglichkeiten der Implementation aufgefiihrt.

Wertehierarchie: Der bindre Baum, der die ermittelte Wertehierarchie trigt,
wird einer Tiefensuche entsprechend ausgegeben. Dabei werden zu jedem
Knoten die nétigen Informationen ausgegeben, die Aufschlufl geben iiber
seine Tiefe im Baum, den Zeitpunkt der Entstehung und die Ahnlichkeit,
die zur Fusion der Séhne fithrte.

Zur Extraktion der in der Aufgabenstellung gesuchten Partitionen ist es
nétig, an einer IEbene der Cluster-Hierarchie einen Schnitt anzusetzen.
Dies wird vom System dahingehend unterstiitzt, dal die oben genann-
ten Informationen dem Benutzer offengelegt werden. Die Wahl der Ebene
bleibt aber letztlich dem Benutzer {iberlassen, es ist diesbzgl. keine Kom-
ponente entwickelt worden.

Ahnlichkeitsmatrizen und Varianz: Es wird fiir jedes Quellattribut By, be-
stimmt, wir stark es den Gruppierungsprozefl beeinflufit hat. Als Maf
wurde hierfiir die Varianz der Ahnlichkeitswerte sp, (a;, ;) gewéhlt:

Osp, = Z (B, (@i, a;) <:>§Bk)2
1<i<j<mp,
Je kleiner dieser Wert ist, desto weniger hat das Attribut die Gruppierung
bestimmt. Im Extremfall Osp, =0 spielte By iiberhaupt keine Rolle. Ne-
ben der Varianz wird zusétzlich auch der Mittelwert Sp, von sp, (a;,a;)
iitber alle Paare ¢, j ausgegeben. Auf Wunsch (Parameter) kann der Be-
nutzer die Berechnung aller (Teil-)Ahnlichkeiten mitverfolgen.

Mitspielermengen: Fiir jeden Wert des Zielattributs wird ausgegeben, wie-
viele Werte sich in den verschiedenen Mitspielermengen befinden. Uber
einen Parameter kann der Benutzer neben dieser Information auch die
explizite Ausgabe dieser Mengen herbeifiihren.

Inklusionen: Bei jeder Berechnung eines Ahnlichkeitswertes wird iiberpriift,
ob eine Inklusion dergestalt vorliegt, dafl eine Mitspielermenge eines Ob-
jekts in der korrespondierenden Mitspielermenge eines anderen Objekts
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enthalten ist. Weist der Benutzer das Programm an, alle Ahnlichkeits-
werte auszugeben, so wird eine Inklusion oder Gleichheit bzgl. einzelner
Quellattribute angezeigt. Ist diese Inklusion fiir alle Komponenten glei-
chermaflen giiltig, wird die Beziehung der beteiligten Objekte ausgegeben,
sofern sie nicht trivial (eine der beiden Objekte weist nur leere Mengen
auf) und die Ubermenge durch die Reprisentation eines Wertes gegeben
ist: Eine Inklusion der Form(en) ax(Uq;) C a; U a; wird unterdriickt, da
sie im allgemeinen nicht sinnvoll interpretiert werden kann und wegen
X CY = X CY UZ zu einer Flut von Inklusionen fiithren kénnte.

3.2.6  Wahl und Gewichtung der Quellattribute

In diesem Abschnitt wird es um die Wahl und die Gewichtung der Quellattribute
By ...B, gehen.

LaBt man das in Abschnitt 3.1.1 Geschriebene iiber die Principal Compo-
nent Analysis (PCA) Revue passieren, so kann man sich durchaus vorstellen,
sie fiir die Wahl und Gewichtung der Quellattribute zu nutzen. Da dies jedoch
kein Ansatz ist, der direkt in Zusammenhang mit dem von CLUST_DB verwen-
deten Mafl gebracht werden kann, wurde diese Richtung nicht weiter verfolgt.
Statt dessen wird an dieser Stelle der Bezug zum Konzept der funktionalen
Abhéngigkeit (im folgenden FA) hergestellt und fiir die Wahl und Gewichtung
der Attribute genutzt.!®

Es seien im folgenden stets A das Attribut aus Tabelle R, dessen Werte zu
gruppieren sind und By ... By paarweise (auch von A) verschiedene Attribute
aus R.

Lemma 3.5 Aus der Gliltigkeit der FA B, — A folgt, daf§ fir alle a;,a; €
TA(R) mit a; # a; gilt: sp, (a;,a;) = 0.

Beweis  Beweis durch Widerspruch: Sei also By — A und sp, (a;,a;) # 0 fiir
mindestens zwei Attributwerte a;,a; von A mit a; # a;. Dann ergibt sich

spy(ai,a;) #0 = Mp,(a;)N Mp,(a;) # 0
= Fvenp,(R):ve Mp(a)hve Mp(a;)
= (a;,v),(a;,v) € Tap,(R)

im Widerspruch zur Voraussetzung. |

Der Nutzen von Lemma 3.5 ist offensichtlich: Ist die Giiltigkeit der FA
Bi — A bekannt, so kann bei der Analyse der Attributwerte von A auf die
Betrachtung von By verzichtet werden.

Sind die funktionalen Beziehungen By — B;, B; — B — Kurzschreibweise
By, «— B; — bekannt, so 148t sich zeigen, dafl bei entsprechender Gewichtung
von By auf die Betrachtung von B; verzichtet werden kann, ohne das Ergebnis
zu verdndern:

8 Die Definition der funktionalen Abhingigkeiten lafit sich in Kapitel 2 finden.
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Lemma 3.6 Aus der Giiltigkeit der FA By < By folgt, daf$ fiir alle a;,a; €
TA(R) gilt: sp,(a;,a;) = sp,(a;,a;).

Beweis Als Beweis wird plausibel gemacht, daffi die Mitspielermengen
bzgl. By und B; strukturell identisch sind:

Durch die funktionale Abhidngigkeit B; < By a8t sich eine bijektive Ab-
bildung f : 7p,(R) — 7p,(R) definieren, die jedem Wert aus 7p, (R) genau
einen Wert aus 7p,(R) vermoge f(by) = by < (b, b;) € 7B, B,(R) zuordnet
und umgekehrt. Auf diesem Weg kann in eindeutiger Weise durch Umbenen-
nung der Elemente von Mp, (a;) diese in die Menge Mp,(a;) iiberfithrt werden.
Gleiches gilt fiir a;, so daf} die berechneten Ahnlichkeitswerte, von der eventuell
unterschiedlich gew&hlten Gewichtung abgesehen, ibereinstimmen. O

Lemma 3.7 Aus der Giiltigkeit der FA A — By, folgt, dafs fiir alle a € T4(R)
gilt: | Mp, (a;)] < 1.

Beweis  Beweis durch Widerspruch: Sei A — By, erfiillt und es sei |Mp, (a)| >
1 fiir ein a € m4(R), mit etwa {v, v’} C Mp, (a). Dann aber wire (a,v), (a,?v") €
T4B, und damit A 4 By, im Widerspruch zur Voraussetzung. O

Uber den Fall A — By, 1iBt sich somit bemerken, daB fiir die Ahnlichkeiten
sp,(a;,a;) gilt, daB sie gleich 0 oder gleich 1 sind, da die Mitspielermengen
gemiB Lemma 3.7 jeweils einelementig oder leer sind.'® Dies wird — abgesehen
vom Fall B, <+ A (siche Lemma 3.5) — in der Regel bedeuten, dafl By, deutlich
Einfluff auf die Gruppenbildung nehmen wird, insbesondere wenn m4 < mpg,
gilt.

Neben einer Hilfestellung bzgl. der Wahl und der Gewichtung der Attribute
bietet die Beziehung des Konzepts der FA zu den Ahnlichkeitswerten Ansitze
fiir die Ausnutzung CLUST_DBs als KDD-Werkzeug zur Uberpriifung der Da-
tenqualitdt. Dieser Aspekt wird in Abschnitt 3.3.4 ndher betrachtet, in dem
gezeigt wird, inwiefern die Umkehrungen der in diesem Abschnitt bewiesenen
Sachverhalte gelten.

Weitere fiir die Attributwahl und -gewichtung niitzliche Informationen lie-
fert die von CLUST_DB vor der eigentlichen Hierarchiebildung errechnete Vari-
anz der Ahnlichkeitswerte bzgl. der betrachteten Attribute.?’ Da diese erst nach
Berechnung der Ahnlichkeitsmatrix zur Verfiigung stehen, kénnen sie nicht wie
bekannte FA a priori, sondern erst bei einem weiteren Lernlauf genutzt werden.

3.3 Einsatz von Clust DB

In diesem Abschnitt werden die unterschiedlichen Finsatzmoglichkeiten von
CLUsT_DB beschrieben. Fiir all diese gilt gleichermaflen, dafl der gew&dhlte An-
satz nicht auf eine relationale Datenbank angewiesen ist. Es ist ein leichtes,
CrusT_DB so umzuschreiben, dafl etwa ProLOG-Fakten verarbeitet werden
kénnten.

"Die Mengen konnen leer sein, da eventuell in der Datenbank vorkommende Nullwerte
nicht aufgenommen werden. Siehe hierzu auch Abschnitt 3.2.3.
20Giehe hierzu Abschnitt 3.2.5.



KAPITEL 3. AGGREGATION IN NOMINALEN ATTRIBUTEN 34

3.3.1 Typinduktion

Das Programm CLUST_DB ist in erster Linie die Umsetzung des in Abschnitt
3.2.4 beschriebenen Algorithmus — entwickelt, um gem&fl der Aufgabenstellung
in nominalen Attributen relationaler Datenbanken interessante Wertebereiche
zu finden, was demnach auch den primiren Einsatzzweck darstellt. Die Wer-
te des vom Benutzer gewidhlten Attributs werden respektive des in Abschnitt
3.2.2 definierten AhnlichkeitsmaBes agglomerativ gruppiert, um eine Hierarchie
zu formen. Das Programm unterstiitzt den Benutzer bei der Wahl der Werte-
partition dahingehend, daf} alle Informationen, die Aufschlufi dariiber geben,
wann und mit welcher Ahnlichkeit zwei Objekte zusammengeschlossen wurden,
dem Benutzer offengelegt werden.

3.3.2 Datenanalyse

Auch wenn es nicht in erster Linie darum geht, ein Lernverfahren durch das
(zusitzliche) Einfithren von Typen zu unterstiitzen, so sind die von CLUST_DB
ermittelten Gruppierungen im Sinne einer Datenanalyse dienlich. Zusammen
mit den bzgl. der Mitspielermengen gefundenen Inklusionen kénnen sie zu einem
tieferen Verstindnis der den Daten innewohnenden Struktur fiihren.

Gleiches gilt fiir das eigentliche , Zwischenergebnis* — die berechnete Ahn-
lichkeitsmatrix: Die Kenntnis iiber die Ahnlichkeitswerte und deren Varianz
stellt ,,Wissen per se“ dar, das aus der Datenbank gewonnen wurde. Man lernt,
welche Attributwerte sich &hnlich in Bezug auf die anderen Attribute verhalten
und welche Attribute besonders stark oder schwach trennen.

3.3.3 Ahnlichkeitsbestimmung

Neben der zuvor beschriebenen Ausnutzung der Ahnlichkeitsmatrix fiihrt diese
zu einer weiteren Einsatzmoglichkeit von CLUST_DB: Sie kann dazu herangezo-
gen werden, um eine auf Tupeln basierende Cluster-Analyse mit den berech-
neten Ahnlichkeitswerten zu versorgen. Dabei sei in diesem Zusammenhang an
Abschnitt 3.1.2 erinnert, in dem bemerkt wurde, daf die Bestimmung der Ahn-
lichkeiten bei nominalen Attributwerten zumeist wenig befriedigend verlduft.
Als Einsatzbeispiel sei das Zusammenspiel mit dem Cluster-Verfahren KBa
[Bis91] genannt, welches dem Benutzer die Moglichkeit bietet, zuvor bestimmte
Ahnlichkeitswerte in den GruppierungsprozeB einflieBen zu lassen.

3.3.4 Funktionale Abhingigkeiten und Datenqualitét

In Abschnitt 3.2.6 wurde der Zusammenhang zwischen dem gewihlten Ahnlich-
keitsmafl und den funktionalen Abhingigkeiten ausfiihrlich diskutiert und der
Nutzen fiir die Wahl und die Gewichtung der Quellattribute aufgezeigt. Dieser
Bezug fiihrt auch zu zwei eng miteinander verkniipften Nutzungsmoglichkeiten
bzgl. der Entdeckung einstelliger funktionaler Abhingigkeiten und der Uberwa-
chung der Datenqualitidt: Die Giiltigkeit einer funktionalen Abhéngigkeit (FA)
A — B kann mittels CLUST_DB unter bestimmten Umstdnden entdeckt bzw. ve-
rifiziert werden. Diese ,,Umstinde“ haben mit méglicherweise in der Datenbank
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vorhandenen, aber von CLUST_DB vernachlédssigten Nullwerten zu tun: Ist be-
kannt, daf} sich kein Nullwert im Zielattribut A und Quellattribut By befindet,
so kann auf zwei Wegen die Giiltigkeit einer FA iiberpriift werden. Der erste
Weg fiihrt iiber die Ahnlichkeitsmatrix:

Lemma 3.8 Gilt fir alle a;,a; € m4(R) mit a; # a;, daff sp,(a;,a;) = 0, so
folgt daraus die Giltigkeit der FA By — A.

Beweis  Beweis durch Widerspruch: Sei also sp, (a;,a;) = 0 fiir alle a; # a;
und By 4 A, etwa mit (a;,v),(a;,v) € T4p,(R). Dann folgt
(ai,v),(aj,v) € WABk(R) = v E MBk(ai) AN E MBk(a]‘)
= Mp,(a;) N Mp,(a;) # 0
|Mp,(a;) N Mp,(a;)| 40
|Mp,(a;) U Mp,(a;)|
= sBk(ai,aj) 75 0

im Widerspruch zur Voraussetzung. |

=

Kommen Nullwerte vor, so kann es sein, daff wie gefordert alle sp, (a;,a;)
gleich 0 sind, aber dennoch keine giiltige FA vorliegt: Die Definition 2.1 verbietet
ebenso das Vorkommen eines Nullwertes in B}, wie auch das Vorkommen zweier
Paare (NULL,v),(NULL,v) € nap,(R) — da, wie bereits in Abschnitt 3.2.3
ausgefiithrt, NULL # NULL gilt.

Die zweite Moglichkeit, eine FA nachzuweisen, bedient sich der Mitspieler-
mengen:

Lemma 3.9 Gilt fir alle a; € m4(R) |[Mp,(a;)| < 1, so folgt daraus die Giltig-
keit der FA A — By,.

Beweis  Beweis durch Widerspruch: Sei [Mp, (a;)] < 1 fiir alle a; € 74(R)
und A 4 By. Sei etwa (a;,v),(a;,v") € m4p, das die FA verhindernde Paar.
Dann aber wire |[Mp, (a;)| > [{v,v'}| = 2, im Widerspruch zur Voraussetzung.
O

Analog zur Betrachtung der Ahnlichkeitsmatrix kann fiir den Fall, da Null-
werte vorkommen, nicht die Giiltigkeit der FA garantiert werden.

Weichen einige a;, a; von der Forderung sp, (a;,a;) = 0 bzw. |Mp, (a;)| <1
ab, so deutet dies auf eine anndhernd korrekte FA hin, die in Anbetracht der
Tatsache, dafl mit Datenfehlern (noise) in realen Datenbanken zu rechnen ist,
ebenfalls bemerkenswert sein kann.

Wihrend die in realen Datenbanken selten erfiillte Bedingung, dafl keine
Nullwerte vorliegen, den Finsatz fiir die Entdeckung einstelliger FA einschriankt,
kann CrusT_DB doch leicht ohne weitere Voraussetzungen zur Falsifikation an-
genommener FA genutzt werden:

Korollar 3.2 Gibt es a;,a; € T4o(R) mit a; # a;, so daff sp,(a;,a;) # 0, dann
folgt daraus By + A.

Beweis  Der Beweis ergibt sich unmittelbar aus Kontraposition von Lemma
3.5. O
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Korollar 3.3 Gibt es ein a; € m4(R), so daf§ |Mp, (a;)| > 1, dann folgt daraus
A 4 By.

Beweis  Der Beweis ergibt sich unmittelbar aus Kontraposition von Lemma
3.7. O

Verstofle gegen FA, die aus der Sicht des Benutzers jederzeit Giiltigkeit
haben sollten, kénnten auf eine fehlerhafte Eingabe oder einen Datenfehler hin-
weisen. Sie kénnen leicht bei der Inspektion der Mitspielermengen lokalisiert
werden, so dafl CLUST_DB auf diesem Weg einen Beitrag leistet, die Datenqua-
litdt zu iiberpriifen.

3.3.5 Tupel-Cluster-Analyse

CLusT_DB wurde bislang als Verfahren beschrieben, das entgegen dem klas-
sischen Vorgehen nicht Tupel gruppiert, sondern einzelne Attributwerte eines
ausgezeichneten Attributs. Durch spezielle Wahl des Zielattributs bzw. durch
einen kleinen Kunstgriff kann CLusT_DB auch zur Cluster-Analyse von unklassi-
fizierten Beobachtungen herangezogen werden, die durch ein Tupel beschrieben
werden:

Wird ein Attribut mit paarweise voneinander verschiedenen Werten als Zie-
lattribut bestimmt bzw. bewuft zu diesem Zweck eingefiihrt und alle anderen
als Quellattribute gewidhlt, so entspricht die Mitspielerreprisentation der im
Abschnitt 3.2.2 beschriebenen Tupelreprisentation, da alle Mitspielermengen
— von Nullwerten abgesehen — einelementig sind. Auf diesem Wege kann eine
Cluster-Analyse erzwungen werden, die tiber die ,Kennzeichen“ der Tupel zur
Gruppierung dieser fiihrt.

Dieses Vorgehen ist mit zwei Einschrdnkungen behaftet: Nicht umsonst wur-
de die Tupelreprisentation verworfen, da alle N Tupel in den Speicher geladen
werden miissen. Dies wird nur fiir kleinere Datenbanken durchfiihrbar sein,
da insbesondere auch die Aufstellung und Verwaltung der Ahnlichkeitsmatri-
zen dann fiir n Attribute mit einem Platzbedarf und Laufzeitverhalten von
O(n - N?) zu Buche schlagen.?!

Dariiber hinaus stellt sich die Ahnlichkeitsberechnung auf Objektebene fiir
diesen Fall trivial dar: Unabhingig vom Datentyp der Quellattribute werden
die Eintrége lediglich komponentenweise auf symbolische Gleichheit getestet.

Wihrend eine Erweiterung CLusT_DBs in Bezug auf den letzten Punkt
durchaus denkbar ist und in Abschnitt 3.6.3 aufgegriffen wird, so stellt erst-
genanntes ein allgemeines Problem dar, welches vielen Cluster-Verfahren eine
praktikable Umsetzung fiir Datenbanken verwehrt.

3.3.6 Dimensionsreduktion

Analog zu dem beschriebenen ,Kunstgriff“, CLUST_DB zu einer Tupel-Cluster-
Analyse zu bewegen, fithrt die Wahl eines vorhandenen Klassifikationsattributs
als Zielattribut zu einer sehr interessanten praktischen Anwendung: CLUST_DB

?1Dies folgt unmittelbar aus Lemma 3.1 mit ma = N.
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kann in diesem Fall dazu genutzt werden, die fiir einen Begriffslerner irrele-
vanten Attribute zu bestimmen, um diese als Vorverarbeitungsschritt vor dem
eigentlichen Lernen aus der Datenmenge zu entfernen.

So verbliiffend dies auch erscheinen mag, so einfach kann es vor Augen
gefiihrt werden: Der Schliissel hierzu ist in diesem Fall nicht die von CLUST_DB
ermittelte Gesamtidhnlichkeit der unterschiedlichen Klassen, sondern vielmehr
die ebenfalls gelieferte Auswertung der Ahnlichkeiten bzgl. der einzelnen Quel-
lattribute. Je kleiner der Mittelwert Sp, von sg, (a;,a;) iiber alle Klassen a;, a;
ist, um so mehr versteht es dieses Attribut, die unterschiedlichen Klassen zu
separieren. Sind im Extremfall alle sp, (a;,a;) = 0, so geniigt allein By, um
die Klassen zu trennen. Sind im anderen Extrem alle sp, (a;,a;) = 1, so ist
es sehr wahrscheinlich, dafl By etwa beim Lernen eines Entscheidungsbaumes
eine untergeordnete Rolle spielt, da jeder Wert aus B, zumindest einmal jeder
Klasse zugeordnet wurde. Auch wenn dies eben nur ,,wahrscheinlich® ist und
keineswegs bedeutet, dafl auf solche Attribute in jedem Fall ohne Verlust an
Genauigkeit verzichtet werden kann, bietet es sich dennoch an, dieses Attribut
und deren Werte aus den Daten zu entfernen. Ob Versuchsergebnisse die Taug-
lichkeit von CrLusT_DB als Hilfsmittel zur Dimensionsreduktion belegen, wird
im folgenden Abschnitt 3.4.2 untersucht.

3.4 Versuchsergebnisse

Gegenstand der Betrachtung sollen im folgenden Experimente mit CLUST_DB
sein. Diese sollen zum einen Aufschlufl dariiber geben, ob der im Abschnitt 3.3.6
beschriebene Einsatz zur Datenreduktion fiir ein Begriffslernverfahren sich in
der Praxis bewihrt.

Bevor dieser Punkt untersucht wird, soll zunichst jedoch eine Versuchsreihe
das Laufzeitverhalten von CLusT_DB verdeutlichen.

3.4.1 Laufzeiten

Zur Untersuchung des praktischen Laufzeitverhaltens wurden Tabellen der Fir-
ma SYLLOGIC verwendet, denen an dieser Stelle fiir die Bereitstellung gedankt
sei.

In Tabelle 3.2 sind die fiir die Laufzeit von CLUST_DB bestimmenden Pa-
rameter wie Anzahl der vorkommenden verschiedenen Werte des Zielattributs
(ma), die Anzahl der Quellattribute (n) und die Anzahl der maximal in einem
der Quellattribute vorkommenden verschiedenen Werte (mp, . ) angegeben.
Die erzielten Zeiten?? fiir die jeweiligen Liufe (gesamt) werden aufgeschliisselt
fiir das Lesen der Tupel (fetch), den initialen Aufbau der Ahnlichkeitsmatrizen
(init) und schlieBlich das eigentliche Gruppieren der Objekte mit der zugehori-
gen Aktualisierung der Matrizen (group).

Tabelle 3.2 verdeutlicht, dafl CrusT_DB fiir den Fall sehr schnell die Werte-
hierarchie aufbaut, wenn die Anzahl der Objekte verhdltnisméaBig klein (in der

*2QUN Sparc Station 20 (DB-server: Sparc 10)
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ma4 | n | mpB,,., || gesamt || fetch | init | group
513 1521 26” 247 17 17
516 1521 517 47 27 27

23| 3 1521 14”7 117 17 27
23] 6 1521 28” 217 17 6”
90 | 3 1521 567 16”7 9” 317
90 | 6 1521 2’ 8” 327 197 | 1177
90 | 4 23 6” 47 17 17
1521 | 3 90 || ~32h | 557|657 | =~ 32h

Tabelle 3.2: Laufzeiten fiir CLUST_DB

Groflenordnung von 100) ist. Dies entspricht der zugrundegelegten Annahme,
da mit wenigen verschiedenen nominalen Attributwerten zu rechnen ist.

Man erkennt, dafl der Zeitaufwand fiir das Lesen der Tupel linear mit der
Anzahl der verwendeten Quellattribute steigt und dafl die betrachteten Werte
fir mp,,,, kein Problem darstellen.

Wird allerdings die Arbeitshypothese dahingehend verletzt, daf} viele Ob jek-
te (in der GroBenordnung von 1000) zu bearbeiten sind, steigt der Zeitaufwand
enorm an, auch wenn nur wenige Quellattribute gewdhlt wurden und sich ein
geringer Wert fiir mp,,  ergab.

3.4.2 Dimensionsreduktion

Im Abschnitt 3.3.6 wurde ausgefiihrt, daB die Auswertung der Ahnlichkeitswer-
te fiir die einzelnen Quellattribute zur Datenreduktion genutzt werden kann.
Um diesen Ansatz auf seine Tauglichkeit hin zu iiberpriifen, wurde der Begriffs-
lerner C4.5 [Qui93] auf die mit CLusT_DB reduzierten Datensdtzen gestartet
und das gelernte Ergebnis mit dem zuvor ohne Reduktion erzielten verglichen.
Als Lernmaterial dienten hierzu vier Datensdtze der bekannten Sammlung der
University of California, Irvine:

Glass Identification Database: Es gilt hier, anhand 9 numerischer Attribu-
te 7 verschiedene Typen von Glas zu unterscheiden. Insgesamt sind 214
Beispiele gespeichert. Diese Untersuchung ist durch die Kriminologie mo-
tiviert, bei der das am Tatort zuriickgebliebene Glas als Beweis genutzt
werden kann — sofern es korrekt identifiziert wird!

Hepatitis: Daten zu 6 numerischen und 13 binaren Attributen wurden von 155
an Hepatitis erkrankten oder verstorbenen Patienten zusammengetragen,
um zu lernen, wann eine Erkrankung tédlich verlduft.

Iris: Der von Fisher in seinem klassischen Artikel iiber die Diskriminant-
Analyse [Fis36] benutzte Datensatz umfafit 150 Beispiele der drei unter-
schiedlichen Iris-Spezien, deren charakteristische Figenschaften zu lernen
sind. Jedes dieser Beispiele wird durch 4 unterschiedliche numerische At-
tribute beschrieben.
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Labor-negotiations: Anhand von 16 Attributen (davon 7 numerisch, 5 nomi-
nal und 3 bindr) wurden 40 Vertragsverhandlungen erfafit. Lernziel ist die
Bestimmung der Rahmenbedingungen, die einen Vertrag (un)annehmbar
machen.

Da CrusT_DB die vorhandenen numerischen Attribute nicht addquat be-
handelt, wurden diese zuvor durch Num_INT (Gap (Hepatitis), Discontinuity
(Labor-neg.)), EQuAL-FREQUENCY (Glass) und EQuaL-WIDTH ([ris) diskreti-
siert.

Nachdem CrLusT_DB fiir jeden Datensatz mit dem jeweiligen Klassifikati-
onsattribut als Zielattribut und den verbleibenden als Quellattributen die Ahn-
lichkeitsmatrizen bestimmt hatte, wurden anhand dieser gemif 3.3.6 diejenigen
Attribute aus den Datensitzen entfernt, die die gréfiten sp, aufwiesen.?® Auf
die so reduzierten Daten wurde C4.5 angesetzt, um die erzielten Ergebnisse mit
denen zu vergleichen, die auf den lediglich diskretisierten Daten erzielt wurden.

Die in Tabelle 3.3 angegebenen Reduktion bezieht sich ausschlielich auf die
Attributanzahl und ist insofern als Untergrenze einer allgemeineren Datenre-
duktion zu verstehen, als daf nicht iberpriift worden ist, ob durch den Wegfall
der Attribute einige Tupel mehrfach vorkamen und im Sinne einer weiteren
Reduktion vernachlidssigbar gewesen wiren.

Datensatz H gewihlte Reduktion ‘ Anstieg der Fehlerrate H

Class 15% (9 — 5) 5.7 (9.3% — 15.0%)
Iris 50% (4 — 2) 0.6 (4.7% — 5.3%)
Labor-neg. || 44% (16 — 9) 0.0 (2.5% — 2.5%)
Hepatitis 63% (19 — 7) 6.4 (6.5% — 12.9%)

Tabelle 3.3: Versuchsergebnisse fiir CLusT_DB als Hilfsmittel zur Dimensions-
reduktion. In der Spalte gewdhlte Datenreduktion ist in Klammern angegeben,
wieviele Attribute vor und nach der Dimensionsreduktion vorhanden waren. In
der Spalte Fehlerrate sind in Klammern die Ergebnisse der Lernldufe ohne /
mit vorangegangener Dimensionsreduktion angegeben.

Tabelle 3.3 verdeutlicht, daf} fiir die Datensdtze Iris und Labor-neg. hervor-
ragende Ergebnisse erzielt werden konnten. So stieg die Fehlerrate bei Labor-
neg. iberhaupt nicht und bei Iris nur sehr wenig im Vergleich zur erzielten
Datenreduktion. Bei letztgenannter Doméne, die eine vergleichsweise leichte
Lernaufgabe darstellt, da die einzelnen Spezies mit sehr geringer Uberlappung
linear separierbar sind, fiel die Entscheidung besonders leicht, anhand der im
Anhang A.2 angegebenen Ahnlichkeitswerte zu bestimmen, wieviele (welche)
Attribute sinnvoll zu vernachlissigen sind.

Bei den anderen beiden Doménen wurde die erzielte Reduktion mit einem
spiirbaren Anstieg der Fehlerrate erkauft. Bei Glass ist dies sogar als positiv
zu werten, da die von CLUST_DB ermittelten Ahnlichkeitswerte recht deutlich

2°Die ermittelten Ahnlichkeitswerte und die Angabe, welche Attribute entfernt wurden,
konnen dem Anhang entnommen werden.
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anzeigen, daf} alle Attribute (ann&hernd gleich) wichtig fiir die korrekte Klassi-
fikation sind.**

Anders liegt der Fall bei Hepatitis. Hier iiberrascht das schlechte Abschnei-
den zunidchst, da die im Anhang A.3 wiedergegebenen Werte deutlich fiir eine
effektive Dimensionsreduktion zu sprechen scheinen. Zwei Dinge sind letztlich
fiir die erh6hte Fehlerrate bei Hepatitis verantwortlich zu machen:

1. CLusT_DB beachtet aufgrund der in Abschnitt 3.2.2 gewdhlten Mengen-
repriasentation der Objekte nicht die Haufigkeit, mit denen die Werte
gelesen wurden. Dies ist fiir den Datensatz Hepatitis unvorteilhaft, da
13 bindre Attribute vorkommen. Insbesondere in dem Fall, dafl einige
Beispiele falsch klassifiziert wurden (noise), geben die berechneten Ahn-
lichkeitswerte nicht korrekt Aufschluf} iiber die tatsichliche Trennschérfe
bzgl. der Klassen.

2. Der in Abschnitt 3.3.6 skizzierte Ansatz zur Dimensionsreduktion ist heu-
ristisch in dem Sinne, daf der Erfolg dieses Vorgehens nicht garantiert wer-
den kann. Insbesondere dann, wenn eine schwierige Lernaufgabe vorliegt,
die die Induktion eines groflen Entscheidungsbaumes nétig macht, wird
(verstéarkt) auch auf solche Attribute zuriickgegriffen, die die beschriebene
Heuristik als nicht relevant einstuft. In der Tat war der fiir Hepatitis ohne
Datenreduktion bestimmte Entscheidungsbaum (49) deutlich grofer als
der fiir Iris (16) und Labor-neg. (21).

3.5 Vergleich mit anderen Verfahren

In diesem Abschnitt werden kurz Verfahren beschrieben, von denen jedes auf
seine Weise mit CLUST_DB in Bezug gebracht werden kann. Dabei wird als Bei-
spiel eines auf Tupeln basierenden Cluster-Verfahrens CoBWEB [Fis87] vorge-
stellt werden. Der Betrachtung des CLUST_DB niher stehenden Verfahrens KBG
[Bis91] folgt eine Abgrenzung vom Gebiet der distanzbasierten Lernverfahren.

3.5.1 COBWEB

Bei CoBWEB [Fis87] handelt es sich um ein Cluster-Verfahren, das aus einer
Sequenz von unklassifizierten Beobachtungen, die jeweils durch ein Tupel von
Attributwerten beschrieben werden, top-down eine Hierarchie erzeugt. Anders
als Verfahren der Cluster-Analyse, die ihre Wurzeln in der Statistik haben, ent-
springt COBWEB dem Gebiet des maschinellen Lernens. Dort werden Verfahren,
die Beobachtungen anhand ihrer Beschreibung in Klassen einteilen, unter dem
Begriff conceptual clustering zusammengefafit. Diese sprachliche Abgrenzung
(der Begriff geht auf [MS83] zuriick) soll verdeutlichen, daff es fiir diese Ver-
fahren im Gegensatz zur Cluster-Analyse wesentlich ist, Beschreibungen der
Gruppierungen zu finden, die fiir den Menschen verstindlich sind. So wird an-
ders als bei CLUST_DB, das eine Gruppierung lediglich durch das Auflisten seiner
Elemente beschreibt, bei COBWEB die von der Spitze zunehmend spezifischen

?4Giche hierzu Anhang A.1.
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Gruppierungen durch einen ,reprisentativen Wert dargestellt — begleitet von
der Auskunft, wie stark dieser Wert innerhalb der Gruppe variiert.?

Im Lichte der Ausfiihrungen in Abschnitt 3.1.3 stellen sich bei den hier-
archischen top-down Verfahren die Fragen nach der Bewertung einer Grup-
pierung (objective function) und der Heuristik (control strategy), die steuert,
welche moglichen Zuordnungen getestet werden: Die Giite eines Clusters wird
bei CoBWEB durch deren . Vorhersagekraft® bestimmt, die als

1 I
1) = 7 A O

mit I gleich der Anzahl der Attribute definiert ist. Dabei ist V die Vorhersage-
kraft eines Attributs A; vermége

J(5)

I(A;,C) =Y P(A; = Vi|C)?

=1
mit J(7) gleich der Anzahl méglicher Werte fiir A;. Die Qualitdt einer Parti-
tionierung eines Clusters C' in {C1,...,C}} ergibt sich — &hnlich wie etwa bei
I3 [Quis6] — durch die gewichtete Zunahme der Vorhersage 1/K 28| P(C})-
(II(Cy) &11(C)).

Hinter diesen Definitionen steht das Bestreben, Gruppierungen dergestalt
zu finden, dafB allein aus der Kenntnis der Zuordnung eines Objektes zu einer
Gruppe eine moglichst gute Vorhersage iiber die tatsdchlichen Attributwerte
des Objektes erzielt wird.

Das Problem, daf} es exponentiell viele Méglichkeiten gibt, unterschiedliche
Gruppierungen zu bilden, wird insofern umgangen, als daf3 die Beobachtun-
gen nacheinander (inkrementell) verarbeitet werden.?® Diese einfache Heuristik
148t die effektive Bearbeitung auch gréflerer Datenmengen zu, erkauft sich dies
aber zu dem Preis, daf} die gebildete Hierarchie abhingig von der gewihlten
Reihenfolge der Objekte ist.

Dabei durchlduft das zu betrachtende Objekt top-down die bereits gebildete
Hierarchie gemif seiner Attributwerte und verdndert diese ggf. durch die beiden
Operatoren merge, split und create. Frstgenannter wird aktiviert, wenn das
neue Objekt anzeigt, daB (nun) ein Zusammenfiithren zweier Sohne besser im
Sinne der Vorhersagekraft ist. Analog dazu kann ein Objekt eine Aufspaltung
bewirken, die einen Cluster in speziellere Teilgruppierungen zerfallen 148t. Mit
create schliefilich konnen neue Knoten in der Hierarchie erzeugt werden.

Auch wenn Gemeinsamkeiten bei CLUST_DB und COBWEB zu entdecken
sind — beides sind hierarchische Cluster-Verfahren — so trennt die unterschied-
liche Objektreprisentation zu stark, um sie als &hnlich zu bezeichnen. Wie bei
CLusT_DB so ist auch CoOBWEB untrennbar mit der verwendeten Reprisentati-
on und dem darauf aufbauenden AhnlichkeitsmaB verbunden: Im Gegensatz zu
CrusT_DB bildet COBWEB Gruppierungen nicht innerhalb einzelner Attribute,
sondern iiber die Tupel.

2%Giche diesbzgl. auch die Diskussion in Abschnitt 3.6.2.
2®Inkrementelle Verfahren des conceptual clustering werden auch unter concept formation
gefiihrt.
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Aus diesem Grunde wird auch darauf verzichtet, weitere Cluster-Verfahren
wie etwa UNIMEM [Leb87] und AuTtoCrass [CS96] zu besprechen, die auf der
gleichen Représentation beruhen.

3.5.2 KBG

Ein Verfahren, welches das verbreitete Schema der Attribut-Werte-Reprisenta-
tion aufbricht, ist das im Laufe dieser Arbeit bereits erwdhnte KBG [Bis91]: Die
von KBG (KBG: Knowledge Based Generalizer) verwendete Représentation ent-
spricht im wesentlichen der Pradikatenlogik erster Stufe ohne negative Literale
und Funktionssymbole. Erweitert wurde diese um die Behandlung numerischer
Werte und um Prédikate, die prozeduale Auswertungen erméglichen.

Eine Beobachtung T ist bei KBG von der Form

T := p(Xl,...,Xn,Vl,...Vm)

wobei Xq,..., X, Objekte und Vi,...V,, Werte sind, deren getrennte Behand-
lung wesentlich fiir die Ahnlichkeitsbestimmung ist.

Zur Berechnung der Ahnlichkeit STM(X,, X!) zweier Objekte X, X wer-
den zunichst alle Beobachtungen T, T ausgewertet, in denen X,, X! an einer
gemeinsamen Stelle r eines Prédikats p vorkommen:

T eSIM(T.T) = (- X}WWMX@X X}Wm Vi, Vi) - w(p)

mit dem Gewicht des Pradikats w(p) und
sobjekt(Xi, Xj) = STM(X;, X;) falls ¢ # r, 1 sonst 27

swert(V5, V]) ist die Ahnlichkeit zweier Werte in Abhingigkeit der Untersorte
(z. B. nominal, numerisch) und kann vom Benutzer entweder durch Angabe
einer entsprechenden Funktion oder einzelner Ahnlichkeitswerte bestimmt wer-
den.

Sei k., die Anzahl aller Beobachtungen T;, T/, in denen X,, X! an einer
gemeinsamen Stelle 7 eines Pradikats p vorkommen und oce(X') die Menge der
Pridikate, in denen das Objekt X vertreten ist, dann ist die Ahnlichkeit der

beiden Objekte X,, X/ gegeben durch

Yicy T & SIM(T,, T))

STM(X,, X!) =
( ) max(ZpEocc(Xr) w(p)7 ZpEocc(X;) w(p))

Die Ahnlichkeit der Beobachtungen wird schlieflich aus dem Mittelwert der
Ahnlichkeiten der beteiligten Objekte ermittelt.

Sind alle Ahnlichkeitswerte berechnet, beginnt ein bottom-up Gruppierungs-
prozeB, in dessen Verlauf anders als bei CLUST_DB Beobachtungen generalisiert

2"Dadurch, daB so die Ahnlichkeit der anderen beteiligten Objekte beriicksichtigt wird,
kommt es fiir den Fall, dafl mehrere Objekte in einem Pridikat vorkommen, zu einem Glei-
chungssystem, das von KBG gelést werden mufl, um die gesuchte Ahnlichkeit der Objekte
X, X zu erhalten. Es wird in [Bis91] gezeigt, dafl dies stets in eindeutiger Weise méglich ist.
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werden und kein Hierarchiebaum, sondern ein azyklischer gerichteter Graph
bestimmt wird.

Beschrankt man sich zunéichst auf die Bestimmung der Ahnlichkeitswerte
von Objekten sind Gemeinsamkeiten zu CLUST_DB erkennbar: Werden zwei Tu-
pel (a,by...,b,), (' b, ... b)) einer Tabelle einer relationalen Datenbank fiir
KBG als zwei Beobachtungen p(a,bq,...,b,) bzw. p(a/,bll, .. .,b;) mit a,a’ als
Objekte und bgl), .. .,bg) als Werte reprisentiert, so kann KBG die Ahnlichkeit
fiir a,a’ in etwa so bestimmen, wie CLUST_DB dies bei der Verwendung der
Tupelreprasentation (siehe Abschnitt 3.2.2) getan hitte.

Da KBa als Standardtyp fiir Werte auch geordnete Mengen anbietet, ist so-
gar die der von CLUST_DB verwendeten Mitspielerreprisentation entsprechende

Form

p(av {bl,lv R mel,l}v .. '7{b1,n7 R men,n})

und das darauf basierende Maf zu erzielen.?® Dabei wiirde KBG beim Gene-
ralisieren zweier Beobachtungen automatisch die neue Reprisentation durch
Vereinigung der beteiligten Mengen realisieren. Dafl KBG an sich die Beob-
achtungen und nicht die Objekte gruppiert, spielt an dieser Stelle dann keine
Rolle mehr: Es gibt keine zwei Beobachtungen mit dem gleichen Objekt, so
dal Beobachtung und Objekt eindeutig einander zugeordnet werden konnen.
AuBerdem ist die Ahnlichkeit zweier Beobachtungen dann eben genau die Half-
te des Ahnlichkeitswertes der Objekte (es kommen ja nur diese beiden in den
betrachteten Beobachtungen vor), so daf} letztendlich die dhnlichsten Objekte
gruppiert werden. Wiirde also eine Schnittstelle implementiert, die die beschrie-
bene Ubersetzung der Tupel fiir KBG realisiert, so diirfte KBG in Bezug auf die
Objekthierarchie zu dhnlichen Frgebnissen kommen wie CLUST_DB.

3.5.3 Distanzbasierte Lernverfahren

Unter dem Begriff Distance Based Learning Algorithms werden Verfahren
gefithrt, die unklassifizierte Anfragen anhand der Distanz zu den in einer Trai-
ningsmenge gespeicherten klassifizierten Beispielen oder deren vom Verfahren
bestimmten Generalisierungen den unterschiedlichen Klassen zuordnen.

Im einfachsten Fall des nearest neighbour-Ansatzes entscheidet das Trai-
ningsbeispiel iiber die Klassenzugehorigkeit der Anfrage, das bzgl. eines Di-
stanzmafles sich am nédchsten zu dieser befindet. Fine naheliegende Frweiterung
des Konzeptes stellen die kN N-Verfahren (kN N: k-nearest-neighbour) dar: Es
werden fiir eine zu klassifizierende Anfrage ¢ zundchst die k ndchsten Trainings-
beispiele bestimmt, um diese per Mehrheitsentscheid (gleichberechtigt oder mit
der jeweiligen Nihe zu ¢ gewichtet) iiber die Klassenzugehorigkeit von ¢ ab-
stimmen zu lassen.

Verfahren der NG E-Theorie (NG E: Nested Generalized Exemplars [Sal91])
betrachten nicht nur einzelne Trainingsbeispiele, sondern erzeugen vielmehr aus
diesen Generalisierungen, die die Form von achsenparallelen, mehrdimensiona-
len Rechtecken (hyperrectangles) aufweisen, die ineinander verschachtelt (ne-

2 Djie unterschiedliche Gewichtung der Quellattribute kann nicht nachgebildet werden, da
das in der Formel angegebene w(p) sich nur auf unterschiedliche Pridikate bezieht.
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sted) sein konnen. Die Anfragen werden dabei dann der Klasse der nédchsten
umschlielenden Generalisierung zugeordnet.

Offensichtlich ist die Frage nach dem verwendeten Distanzmaf} auch hier von
ganz besonderem Interesse. Im Vergleich zu CLusT_DB und den anderen in die-
sem Abschnitt vorgestellten Ansitzen ist die Aufgabenstellung jedoch eine ganz

andere, weswegen hier nicht weiter auf Details eingegangen wird. Insbesondere
zum Vergleich zwischen kNN und NG E sei [WD95] sehr empfohlen.

3.6 Diskussion

Dieser Abschnitt bildet den Schlufi des dritten Teils der Arbeit, in dem es im
Rahmen der Aufgabenstellung, interessante Wertebereiche in Attributen einer
relationalen Datenbank zu finden, um die Behandlung nominaler Attribute ging.

Ehe sich die Arbeit den numerischen Attributen zuwendet, wird in diesem
Abschnitt auf das dritte Kapitel zuriickgeblickt, um die wesentlichen Ergeb-
nisse zusammenzufassen und diese kritisch zu bewerten. Schliellich werden in
Abschnitt 3.6.3 mogliche Verbesserungen diskutiert, die (noch) nicht umgesetzt
wurden.

3.6.1 Zusammenfassung

Nachdem im Abschnitt 1.1 die getrennte Bearbeitung von nominalen und nume-
rischen Attributen motiviert wurde, befafite sich das dritte Kapitel mit der Auf-
gabe, in nominalen Attributen relationaler Datenbanken nach Gruppierungen
zu suchen, die einem Lernverfahren sowohl durch die erzielte Datenreduktion
als auch als zusétzliches Vokabular (predicate invention) dienen kénnen.

Dem Ansatz folgend, die Aufgabe tiber die Cluster-Analyse anzugehen, wur-
den im Abschnitt 3.1 die wesentlichen Grundziige unterschiedlicher Verfahren
vorgestellt. Es mufite schnell bemerkt werden, daf} die vorliegende Ausgangssi-
tuation, in der die zu gruppierenden Objekte durch einzelne Attributwerte ge-
geben sind, zwar wesentlich ist fiir die Durchfiithrbarkeit einer Cluster-Analyse,
doch gerade in Bezug auf das zu verwendende Ahnlichkeitsmaff — den Kern ei-
nes jeden Cluster-Ansatzes — entsprechende Uberlegung erfordert: Keines der
bekannten Konzepte war in der Lage, als Mafl zu dienen, da sie darauf be-
ruhen, dafl die Objekte durch Tupel von Attributwerten beschrieben werden.
So wurde schlieBlich ein eigenes Ahnlichkeitsmaf definiert, das zusammen mit
der gewihlten hierarchischen bottom-up Cluster-Technik das ,,Innenleben® des
entworfenen und in Abschnitt 3.2 vorgestellten CLUsT_DB ausmacht. Das im
Abschnitt 3.2.2 definierte Ahnlichkeitsmaff macht — vereinfacht ausgedriickt
— die Ahnlichkeit zweier Attributwerte a;, a; des zu gruppierenden Attributs
an der Ubereinstimmung der Wertemengen fest, die in Kombination mit a;
bzw. a; in der Datenbank zu finden sind.

Die Beschiftigung in Abschnitt 3.2.6 mit der Frage, welche Attribute sich
an der Bildung der eben beschriebenen notigen Wertemengen als Quellattribute
beteiligen kénnen bzw. sollten, fiithrte zur Betrachtung des Konzepts der funk-
tionalen Abhingigkeiten, deren sinnvolle Ausnutzung durch einige Lemmata
aufgezeigt wurde. Gewissermafien als Nebenprodukt fielen dabei im Abschnitt
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3.3.4 Korollare ab, die den Einsatz von CLUST_DB um die Entdeckung und
Validierung von funktionalen Abhingigkeiten und, damit verbunden, der Uber-
priifung der Datenqualitit erweitern.

Das AhnlichkeitsmaB und der zusitzliche Aufwand bei der Implementierung
von CLUST_DB bzgl. mehrdimensionaler Matrizen sorgten letztlich fiir einen wei-
teren Punkt: Wird CLUusT_DB darauf angesetzt, Gruppierungen innerhalb eines
Klassifikationsattributs zu entdecken, so ist es méglich, anhand der bei der
Cluster-Analyse ermittelten Ahnlichkeitsverteilung aufzudecken, welche Quel-
lattribute besonders stark bzw. schwach die Klassenzugehtrigkeit bestimmen.

Dieser Punkt und die Frage nach den Laufzeiten von CLUST_DB standen
im Mittelpunkt des Abschnitts 3.4. Dort zeigte sich zunidchst, daf die fiir den
Ansatz gemachte Annahme, mit verhdltnismaflig wenigen unterschiedlichen no-
minalen Werten rechnen zu miissen, fiir die Laufzeit wesentlich ist: Ist sie erfiillt,
so kann mit einer raschen Bearbeitung des Programms gerechnet werden. Ver-
letzt die Anzahl der zu gruppierenden Objekte diese, so steigt die Laufzeit von
CrLusT_DB enorm an. Im Anschlufl daran konnte in Abschnitt 3.4.2 anhand einer
Versuchsreihe mit C4.5 und Datensdtzen der University of California (Irvine)
die Tauglichkeit zur Dimensionsreduktion demonstriert werden.

3.6.2 Bemerkungen

In diesem Abschnitt werden einige Sachverhalte festgehalten, die zum Teil in
den vorangegangenen Abschnitten nur angedeutet wurden oder im Sinne einer
abschlielenden Betrachtung nochmals wiederholt werden sollen.

Eines der grundlegenden Probleme der Cluster-Analyse liegt in der oft
schwierigen Interpretation der Ergebnisse. Der Benutzer muf} sich in der Regel
damit zufrieden geben, die ermittelten Gruppierungen zu erhalten. Auf eine les-
bare Beschreibung oder Charakterisierung der gefundenen Gruppierungen wird
er vergeblich warten. Im giinstigsten Fall vermittelt die Objekthierarchie einen
so tiefgreifenden Blick in die Struktur der analysierten Daten, daf} er selbst die
Schliisse ziehen kann — leider ein wahrlich selten eintretender Optimalfall. In
vielen Anwendungen ist diese charakterisierende und durch den Benutzer in-
terpretierbare Beschreibung unabdingbar. Diesem Aspekt trigt in besonderem
MaBe das conceptual clustering [MS83] Rechnung. Dort geht die Giite der Be-
schreibung eines Clusters mit in die Suche nach optimalen Gruppierungen ein.
Diese Richtung wurde in der Arbeit nicht weiter verfolgt, sondern vielmehr die
Auskunft dariiber, welche Quellattribute den grofiten (bzw. kleinsten) Einfluf
auf die Gestalt der Gruppen ausiibten, als im Rahmen der Aufgabenstellung
hinreichende Charakterisierung angesehen.

Wie bei jeder Cluster-Analyse steht und fillt auch das Ergebnis von
CLusT_DB mit dem verwendeten (Ahnlichkeits—)l\/[aﬁ, das die Gruppierungs-
schritte steuert. Zur Arbeitshypothese wurde die Annahme gemacht, daf§ die
zusammen in einer Tabelle vorkommenden Attribute (oder zumindest die dar-
aus gewihlten Quellattribute) semantisch verkniipft sind. Ist dies nicht Fall, so
wird CLusT_DB schwerlich ,sinnvolle* Gruppierungen auffinden. Auf der ande-
ren Seite wird man dies dann auch wohl von keinem anderen Verfahren erwarten
diirfen.
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Vorsicht ist jedenfalls dann angebracht, wenn eine Zirkularitit beim Lernen
dergestalt droht, daf ein Quellattribut in dem Zielattribut fiir Gruppierungen
sorgt, die im Umkehrschluf} zu einer scheinbar sauberen Unterteilung des Attri-
buts B fithren. Generell sollte man sich im klaren dariiber sein, dafl insbesondere
die dominierenden Quellattribute in das Zielattribut ,hineingerechnet“ werden.
So stelle man sich etwa vor, dal ein vorhandenes Klassifikationsattribut als
Quellattribut B dafiir genutzt wird, in einem anderen beliebigen Attribut A
nach Gruppen zu suchen. Fiihrt man diese Gruppen anschlielend dem Lernen
als neues Attribut A,., hinzu, so erhilt man mit sehr hoher Wahrscheinlich-
keit ein ungemein aussagekriftiges Attribut, dafl dem gelernten Frgebnis eine
hochprozentige Korrektheit attestiert — fiir den Fall, dal A — B gilt, ist A,.,
ein Attribut, das ganz allein mit einer Genauigkeit von 100% die Klasse deter-
miniert!

Auch wenn numerische Attribute als Quellattribute gewdhlt werden kénnen,
so sollte man sich dessen bewufit sein, dal CLUST_DB diese symbolisch behan-
delt. Ist dies nicht erwiinscht, so muf} ein Diskretisierungsverfahren wie etwa
Num_INT (siehe Abschnitt 4.3) vorgeschaltet werden, das fiir eine Abbildung
der einzelnen numerischen Werte auf symbolisch zu verarbeitende Intervalle
sorgt.

Der eben bzgl. numerischer Attribute genannte Punkt und die bereits in
Abschnitt 3.2.2 gemachte Feststellung, daf§ die gewédhlte Reprisentation nicht
sonderlich vor Datenfehlern geschiitzt ist, leitet iiber zum n&chsten Abschnitt,
in dem mogliche Verbesserungen an CLUST_DB skizziert werden.

3.6.3 Verbesserungen

Es werden in diesem Abschnitt Verbesserungen diskutiert, die zwar angedacht,
aber keineswegs griindlich ausgelotet, geschweige denn umgesetzt wurden. Da-
bei werden insbesondere die beiden letzten im Abschnitt 3.6.2 gemachten Be-
merkungen aufgegriffen.

Behandlung numerischer Quellattribute

Um die Behandlung numerischer Attribute zu verbessern, mufi das Maf} dahin-
gehend flexibilisiert werden, daB die Berechnung der Ahnlichkeitswerte fiir diese
Attribute von den nominalen abgekoppelt wird. Dies kann dadurch geschehen,
daf fiir numerische Quellattribute nicht mehr alle Werte in die Mitspielermen-
gen aufgenommen werden, sondern vielmehr nur das gelesene Minimum und
Maximum — jeweils fiir jeden Wert des Zielattributs. Die Uberlappung der ein-
zelnen Intervalle kann dann im folgenden dazu genutzt werden, die Ahnlichkeit
zu bestimmen. Die nétigen Anpassungen in der Représentation fiir das Zusam-
menfithren zweier Objekte sind naheliegend, es miissen lediglich die Grenzen
des neuen Objektes so gewidhlt werden, das sie alle Werte der beiden zusam-
mengefiihrten Objekte umschlieflen.

Neben dem Vorteil, dafl dies den numerischen Charakter wahrt, hat die-
ses Vorgehen auch Vorziige in Bezug auf die Laufzeit: In der Regel wird es so
sein, daf der fiir die Laufzeit von CLUST_DB mitbestimmender Faktor mp,, .



KAPITEL 3. AGGREGATION IN NOMINALEN ATTRIBUTEN 47

— die maximale Anzahl vorkommender Werte der Quellattribute — durch ein
numerisches Attribut gegeben ist, das sich oft um Gréflenordnungen von den
nominalen Attributen unterscheidet. Obiger Ansatz vereinfacht die Ahnlich-
keitsberechnung stark und diirfte in diesem Sinne die Laufzeit deutlich senken.
Dabei wire dann erneut abzuwégen, ob es sich im Sinne einer Reduktion der
zu iibermittelnden Tupel lohnt, aufwendigere Anfragen zu stellen, die bei ei-
nem numerischen Quellattribut fiir jeden Wert des Zielattributs direkt lediglich
Minimum und Maximum anfordern.

Robustheit gegen Datenfehler

Im Abschnitt 3.2.2 wurde bereits ausgefiihrt, dafl einem nur einmal vorkom-
menden (moglicherweise falschen) Wert aufgrund des Mengencharakters genau
soviel Bedeutung beigemessen wird, wie den vielfach eingelesenen (korrekten)
Werten. Dies ist in Anbetracht zu erwartender Datenfehler innerhalb realer Da-
tenbanken nicht optimal. So zeigte es sich beispielsweise im Abschnitt 3.4.2, daf
die Effektivitdt von CLusT_DB als Hilfsmittel zur Dimensionsreduktion deutlich
mit der Zunahme von ,Fehlern® abnahm.

Der naive Ansatz, nicht nur die unterschiedlichen, sondern alle Werte in
Mitspielerlisten (Mengen sind dies jedenfalls nicht mehr) aufzunehmen, muf} an
der Datenmenge scheitern: Der resultierende Platzbedarf entspricht dem der in
Abschnitt 3.2.2 verworfenen Tupelreprisentation.

Denkbar aber wire es, zu jedem in den Mitspielermengen vorkommenden
Werten zu speichern, wie oft dieser mit dem entsprechenden Wert im Zielattri-
but in der Datenbank auftritt. Der Platzbedarf wird davon kaum beriihrt, da
maximal n - mp, . ganze Zahlen zusitzlich verwaltet werden miissen.?®

Auch die Anfragen an das DBMS sind leicht anzupassen — jedoch mit der
unangenehmen Konsequenz, daf alle®® Werte der Datenbank iiber das Netz
bewegt werden miissen. Damit wire der Vorzug CLUST_DBs, sehr wenig Wer-
te iiber das Netz vom DBMS anzufordern, zunichte gemacht, was wesentlich
schwerer wiegen diirfte als die Tatsache, daf das AhnlichkeitsmaB entsprechen-
der Anpassungen an die neue Reprisentation bedarf.

?p sei die Anzahl der Quellattribute und mp,,,, die maximale Anzahl vorkommender

Werte in den Quellattributen.
%0 Bei Umsetzung der oben skizzierten Verbesserung bzgl. numerischer Quellattribute trifft
dieser Punkt nur fiir nominale Attributwerte zu.



Kapitel 4

Aggregation in numerischen
Attributen

Recht analog zum vorangegangenen Kapitel wird es auch hier darum gehen,
Wertebereiche in Attributen zu finden, um sie einem Lernverfahren als Typ
an die Hand zu geben. Wihrend im dritten Kapitel die nominalen Attribute
im Vordergrund standen, werden in diesem Teil der Arbeit die numerischen
Attribute behandelt. Die konkrete Aufgabe lautet also, Intervalle zu bestimmen,
die sich als sinnvolle Vergréberung der einzelnen Werte anbieten.

Davon abgesehen, dafl es hier darum geht, ein Verfahren zu entwerfen, das
auf einer relationalen Datenbank arbeiten kann, stellt dies eine Aufgabenstel-
lung dar, die hinldnglich im Kontext des maschinellen Lernens bekannt ist:
Ein ProzeB, bei dem (kontinuierliche) numerische Werte auf eine beschrank-
te Anzahl von Bereichen reduziert werden, denen dann symbolische Werte als
Bezeichner zugeordnet werden kénnen, wird als Diskretisierung bzw. Kategori-
sterung bezeichnet.

Ein solches Verfahren ist in doppelter Hinsicht wichtig: Zum einen kann
ein Diskretisierungsverfahren zu einer enormen Datenreduktion fiithren, indem
viele tausend Werte auf eine geringe Anzahl von Intervallen reduziert werden,
die jeweils durch ein Symbol beschreibbar sind. Auf der anderen Seite erdffnet
es vielen Lernverfahren iiberhaupt erst den Zugang zu einem Datensatz aus
numerischen Werten, da vielfach in diesen verankert ist, dafl der Wertebereich
der erfafiten Attribute méglichst klein, aber in jedem Fall endlich zu sein hat.

Im Mittelpunkt dieses Kapitels steht der Abschnitt 4.2, in dem das zur Di-
plomarbeit entwickelte Verfahren NUM_INT mit seinen beiden integrierten Modi
Gap und Discontinuity als Losung der genannten Teilaufgabe vorgestellt wird.
Diesem folgen die Besprechung der Einsatzmoglichkeiten und Experimente, die
Auskunft iiber die tatsichliche Laufzeiten des Programmes geben. Das Kapitel
endet schliefilich mit einer Betrachtung anderer Verfahren, die auch praktisch
in einer Versuchsreihe mit NUM_INT verglichen werden, und einer Diskussion
dieses vierten Kapitels.

Doch zunéchst sollen unterschiedliche grundsitzliche Herangehensweisen an
die Aufgabe besprochen werden.

48
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4.1 Ansatzmoglichkeiten

Es wird in diesem Abschnitt nicht primé&r darum gehen, einzelne ausgearbeitete
Ansétze zu besprechen. Es werden vielmehr drei wesentliche Strategien auf dem
Weg zum Entwurf des gewiinschten Verfahrens skizziert und die jeweiligen Vor-
und Nachteile herausgearbeitet.

Nachdem bereits bemerkt wurde, daff im dritten Kapitel eine dhnliche Ziel-
setzung verfolgt wurde, gilt es zunédchst festzuhalten, dafl CLUST_DB sich nicht
als Diskretisierungsverfahren eignet — obwohl dieses sehr wohl numerische At-
tribute gruppieren kann. CLusT_DB tut dies jedoch, ohne Beriicksichtigung des
numerischen Charakters, rein symbolisch, und es sollte klar sein, daf als Resul-
tat der Gruppierungsschritte auf keinen Fall Intervalle zu erwarten sind.

Generell bietet sich ein Cluster-Ansatz nicht an: Die Bildung von Intervallen
miifite regelrecht dadurch erzwungen werden, dafl in jedem Gruppierungsschritt
nur diejenigen Objekte (Intervalle bzw. einzelne Werte) zusammengefafit wer-
den diirfen, die benachbart im Wertebereich zu finden sind. Ist dies etwa iiber
einen entsprechenden Aufbau einer (degenerierten) Ahnlichkeitsmatrix méglich,
in der lediglich benachbarte Objekte betrachtet werden, so bleibt das Problem,
daf selbst eine derart reduzierte ,Matrix“ O(N) Speicherplatz fiir sich bean-
sprucht (mit N gleich der Anzahl der Werte).

Wendet man sich den eigentlichen Diskretisierungsverfahren zu, so erkennt
man, daf} sich insbesondere die Verfahren grofier Beliebtheit erfreuen, die an-
hand einer Klassifikation Intervalle bilden. Man kénnte also versuchen, zunachst
eine im vorliegenden Fall an sich fehlende Klassifikation einzufithren, um an-
schlieBend ein solches Verfahren (als Beispiele seien etwa ChiMerge [Ker92],
StatDisc [Ros95] und die Ansétze von [FF193] und [Paz95] genannt) auszuwihlen,
welches den Anforderungen in Bezug auf die zu erwartende Datenmenge ent-
spricht und sich fiir die notige Kopplung an eine relationale Datenbank anbietet.
Dies ist freilich nicht trivial: Wie soll die Klassifikation herbeigefiihrt werden,
welche Attribute kdnnten als Klassifikationsattribut dienen? Als wire dies nicht
schon unangenehm genug, gesellt sich dazu das Problem, daf} die Intervallbil-
dung dann nicht mehr ,universell* ist in dem Sinne, daf sie nicht mehr jeder
Lernaufgabe gleichermaflen niitzt. Fiir jeden verdnderten Lernlauf diirfte eine
neue Diskretisierung mit anderer Klassifikation fillig werden. Angesichts dieser
Nachteile wurde diese Strategie nicht als gewinnbringend eingestuft.

Was schliefilich bleibt, sind Diskretisierungsansitze, die allein aus dem vor-
handenen Material der numerischen Werte Intervalle ableiten. Da keines dieser
Verfahren bislang ohne Finschrinkungen zu iiberzeugen wufite und {iberhaupt
nur wenige als wirklich bekannt einzustufen sind, wird es in den folgenden Ab-
schnitten darum gehen, einen neuen Ansatz ins Rennen zu schicken, diesen
dem Vergleich mit den bekannten zu unterziehen und ,,Zwischenzeiten“ nach
den ersten Runden zu nehmen.
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4.2 NUM_INT

Nachdem im vorangegangenen Abschnitt verschiedene Ansédtze mit ihren Vor-
und Nachteilen diskutiert und eine Hauptstrategie favorisiert wurde, erfolgt in
diesem Abschnitt die Vorstellung des erarbeiteten Verfahrens Num_INT und
der zugrundeliegenden Anséitze Gap und Discontinuity. Dazu werden beide
Grundideen erldutert, deren algorithmische Umsetzung und die Implementa-
tion besprochen. Iine vergleichende Betrachtung anderer Verfahren erfolgt im
Anschlufl im Abschnitt 4.5.

Sowohl der Gap- als auch der Discontinuity-Ansatz arbeiten auf einer (zu-
vor) sortierten Wertefolge und durchsuchen diese aufsteigend nach Trennstellen.
Lediglich die Auffassung, was eine Trennstelle darstellt, unterscheidet sie von-
einander.

Gap: Bereits die Bezeichnung des Ansatzes — gap ist das englische Wort fiir
Liicke — 146t erahnen, worauf er abzielt: Nachdem die Ordnung des nu-
merischen Attributs hergestellt ist, wird in der Abfolge der Werte nach
Liicken gesucht. Die gréfite Differenz zweier aufeinander folgender Werte
teilt dabei das initiale Intervall [min, max], die nichst kleineren Differen-
zen fiilhren zu weiteren Unterteilungen in top-down Manier.

Discontinuity: Auch hier ist der Name Programm: Ist der Wertebereich klein
im Vergleich zur Anzahl der Werte oder fiihren andere Umstidnde dazu,
daf} die Werte nahezu dquidistant in der Datenbank vorkommen, so macht
es Sinn, die Haufigkeitsverteilung der Werte zu betrachten. Eine Diskon-
tinuitdt in Bezug auf die Anzahl der Tupel pro Wert kann als Indiz fiir
eine geeignete Trennstelle gewertet werden. Auch hier lassen sich die Kan-
didaten fiir eine Unterteilung ordnen, um ein zu Gap analoges Vorgehen
zu ermoglichen. Als Ordnungskriterium wurde die absolute Differenz der
Hé&ufigkeiten zweier benachbarter Werte gew&hlt.

Die beiden verwandten Ansétze bringen insofern gute Voraussetzungen fiir
die Bearbeitung realer Datenbanken mit, als dafB} bei festgelegter Anzahl der zu
beriicksichtigenden Trennstellen alle n6tigen Informationen wihrend eines Laufs
durch die geordneten Attributwerte gesichert werden kénnen. Dies wird in der
folgenden Beschreibung des Algorithmus deutlich werden. Dariiber hinaus wird
der Benutzer mit einer Bereichshierarchie versorgt, die mehr Struktur trigt als
eine blofle Partitionierung der Werte.

4.2.1 Algorithmus

Es werden im folgenden die beiden Algorithmen Gap und Discontinuity von
NUM_INT beschrieben. Da sich die beiden bzgl. Initialisierung und Ausgabe
nicht unterscheiden, wurde eine kompakte Darstellung gewihlt, in der die ge-
meinsamen Teile nur einmal aufgefiihrt werden und die charakteristischen Stel-
len durch (B1) fiir Gap und (B2) fiir Discontinuity ausgewiesen werden.

Im zweiten Kapitel wurde ausgefiihrt, dafl im relationalen Modell kein di-
rekter Zugriff auf das i-te Tupel vorgesehen ist. Das hiefle in diesem Fall, in dem
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nur das zu untersuchende numerische Attribut A von Interesse ist, daf} nicht
unmittelbar der i-te Wert angesprochen werden kann. Die in Abschnitt 3.2.5
beschriebene Schnittstelle zur Datenbank 148t es jedoch bequem zu, der Reihe
nach Wert fiir Wert in Empfang zu nehmen. Da dies genau den nétigen Zugrif-
fen entspricht, ist die im folgenden verwendete vereinfachende Sprechweise ,lese
den Wert a;* in Bezug auf einen Zihler ¢ gerechtfertigt. Iis wird im Rahmen
der Laufzeitabschitzung geklart, wie sichergestellt wird, dafi die Werte von A
aufsteigend der Gréfle nach als min(A4) = a1 < ag < ... < ay = maz(A)
eingelesen werden.

Eingabe
o Attribut A — numerisches Attribut, das unterteilt werden soll.

o Tiefe ' — Parameter, der die Tiefe der Hierarchie festlegt.

Ausgabe

o bindrer Baum — Hierarchie der gefundenen Intervalle.

Datenstrukturen und ihr Platzbedarf
o DIFF[1...i...T] = (left,right,d)

Array, in dem die T gréfiten Trennstellen zwischen benachbarten Werten
left, right bzgl. d := a;<a;— fir Gap bzw. d := |count(a;)scount(a;—1)|
fiir Discontinuity aufsteigend sortiert verwaltet werden.! — O(T)

o MARKER[1...2(T + 1)] = (val, father)
Array, in dem Intervallgrenzen bzgl. val aufsteigend sortiert gespeichert
werden. Uber father kann das zugehérige Intervall angesprochen werden.

— O(T)

o INTERI[0...2T] = (left,right, father)
Array, in das die gefundenen Intervalle [left,right] der Reihe nach auf-
genommen werden. Uber father kann das iibergeordnete Intervall ange-
sprochen werden. — O(T)

Algorithmus NUM_INT
(A) Initialisierung:

(1) DIFF[1...T] := ()
MARKER[1] := (a1,0)
MARKER[2] := (ay,0)
INTER[0]:= (a1,an,N)

(B1) Lokalisierung der 7" gréfiten Liicken:

Leount(a) gibt an, wie oft der Wert @ vorkommt.



KAPITEL 4. AGGREGATION IN NUMERISCHEN ATTRIBUTEN 52

(1) Zahler ¢ := 2.
Lese den kleinsten Wert a.
(2) Lese den nichst grofleren Wert a; und berechne d := a; <a;_1.

(3) Sortiere den Eintrag (a;_1,a;,d) anhand von d in DIFF ein. Sollte
er wegen eines zu kleinen d keinen Platz unter den 7' gréfiten Werten
finden, ignoriere ihn.

(4) i:=i+1
Wenn 7 < N, dann gehe zu (2).

(B2) Lokalisierung der 1" deutlichsten Spriinge:
(1) Zahler ¢ := 25¢1 := 05¢2 := 0.

¢1 := count(ay)
=14+
Wenn 7 > N, dann gehe zu (C1).
(2) ¢z := count(a;)
d = ey &eql.
(3) Sortiere den Eintrag (a;_, ,a;,d) anhand von d in DIFF' ein. Sollte

er wegen eines zu kleinen d keinen Platz unter den 7' gréfiten Werten
finden, ignoriere ihn.

(4) i: =1+ ¢
c1 = c9;c9 = 0.
Wenn 7 < N, dann gehe zu (2).

(C) Bestimmung der Intervalle:

(1) Zahler ¢ := 1.
(2) Bestimme maximales n, so daf
val( MARK ER[n]) < left(DIFF[i]) < val(MARKER[n + 1))
(3) INTER[2i 1] := ( val(MARK ER[n)),
le ft( DIFFTi]),
father(M ARK ER[n]))
INTER[2{]:= ( right(DIFF[i)),
val(MARK ER[n + 1]),
father(M ARK ER[n]))
father(MARK ER[n]) :=2i <1
father(MARK ER[n + 1]) := 21
(4) Sortiere (left(DIFF[i]),2i < 1) und (right(DIFF[i]),2i) in
MARKUFER ein.
(5) i=i+1
Wenn ¢ <7T', dann gehe zu (2).
(C) Ausgabe der Intervalle:

(1) Ausgabe der Werte von DIFF[1...T], MARKER[1...2(T + 1)]
und INTER[0...2T).
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Korrektheit des Algorithmus

Die Korrektheit des Algorithmus wird durch vollstindige Induktion iiber die
Anzahl der abgearbeiteten Werte ¢ von DIFF[0...i...T] gezeigt, indem be-
wiesen wird, daf fiir 0 < ¢ < T gilt, daf} die Eintragungen in INTFER[0...2{]
und MARKER[L...2(i 4 1)] korrekt sind.

Beweis  Beweis durch vollstindige Induktion iiber 2:

Induktionsanfang fiir ¢ = 0: Zu Beginn — es wurde noch keine Trenn-
stelle bearbeitet — liegen alle Werte innerhalb des initialen Intervalls
[min, maz] mit den einzigen Intervallgrenzen min und maz und es gibt
kein iibergeordnetes , Vaterintervall“. Dies entspricht gemaf (A1) genau

den Werten fiir INTER[0] und MARK ER[0], MARK FR[1].

Induktionsschritt von ¢ — ¢ + 1: Seien also sowohl INTFER[0...2¢] und
MARKER[L...2(: + 1)] korrekt und (left,right,diff):= DIFF[i + 1]
(mit ¢+ 1 < T') die zu bearbeitende Trennstelle.

(C2) sorgt dafiir, daB in eindeutiger Weise das Intervall bestimmt wird,
das aufzuspalten ist. Seien die Grenzen dieses Intervalls etwa durch vy :=

val(M ARK ER[n]) und vy := val(M ARK ER[n + 1]) gegeben.

Um korrekt zu sein, miissen nun im wesentlichen zwei Dinge vom Algo-
rithmus geleistet werden:

(1) Es miissen zwei neue Intervalle [v1,left], [right, vs] erzeugt werden,
wobei die Einordnung in die Hierarchie sichergestellt werden muf.
Im vorliegenden Fall mufl das zu MARKER[n], MARK ER[n + 1]
gehérende Intervall als ,,Vater® der neuen Intervalle vermerkt wer-
den. Dies leistet Schritt (C3), indem es die Intervalle INT ER[2(i +
1) 1] und INTER[2(i + 1)] mit INTER|father(M ARK ER[n])]
als ibergeordnetes Intervall erzeugt. Damit ist INTER[0...2(i41)]
korrekt.

Dafiir, dafl dies auch dann richtig ausgefiithrt wird, wenn le ft auf eine
Intervallgrenze fillt, sorgt (C2): Dort stellt die Suche nach dem ma-
ximalen n sicher, daf le ft nur mit der linken Grenze (M ARK E R[n])
zusammenfallen kann. Man kann sich leicht davon {iberzeugen, dafl
dies dann keiner Sonderbehandlung bedarf.

(2) Zunédchst mufB gespeichert werden, dal MARKFER[n] und
MARKER[n 4 1] nun zum Intervall 2(i + 1) &1 bzw. 2(i 4+ 1)
gehoren. Dafiir tragt (C3) Sorge. Des weiteren miissen die beiden
neuen Grenzmarkierungen le ft, right vermerkt werden. Dafiir sorgt
(C4), indem die beiden Werte und deren Referenz auf die gerade er-
zeugten Intervalle in M ARK F'R einsortiert werden — left gehort
zum Intervall INTER[2(i+1)<1], right zu INTER[2(i+1)]. Nach
der Einsortierung ist demnach MARK FR[1...2((i41)+1)] korrekt.

Da beide Schritte korrekt ausgefiihrt werden, folgt aus der vollstdndigen Induk-
tion die Korrektheit des Algorithmus. Dafl er in jedem Fall in endlicher Zeit
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ausgefithrt wird, ist offensichtlich: Nach der Initialisierung (A) und dem ein-
maligen Durchlauf aller numerischen Werte in (B) wird in (C) je einer der T
Trennstellen in endlicher Zeit abgearbeitet. In (D) werden schlieBlich der Reihe
nach die 7" Trennstellen und die daraus resultierenden endlich vielen Intervalle
ausgegeben.

O

Laufzeitabschatzung fiir den Algorithmus NUM_INT

In der folgenden Auflistung der Kosten der einzelnen Schritte von NUM_INT
wird das sortierte Lesen der einzelnen Attributwerte (B1, B2) zunichst ausge-
spart. Dariiber hinaus werden die Schritte, die in konstanter Zeit (O(1)) aus-
gefithrt werden konnen, nicht gesondert aufgefiihrt.

(A) Initialisierung:
(1) O(T) — trivial.
(B1) Lokalisierung der 7" gréfiten Liicken:

(1,4) O(T) Durchléufe von (2,3)
(3) O(logT) — wird in DIFF ein heap verwaltet, so kann mit diesem
Aufwand ein Wert unter T anderen einsortiert werden.?

(B2) Lokalisierung der 1" deutlichsten Spriinge:

(1-4) O(NlogT) — insgesamt wird jeder Wert genau einmal betrachtet
und dabei héchstens einmal in DI FF einsortiert (s.o.).

(C) Bestimmung der Intervalle:

(1,5) O(T) Durchléufe von (2) - (4)
(2) O(logT) — durch bindre Suche auf dem sortierten MARK E R-
Array.

(4) O(T?) — es sind T Werte in ein Array der Grifie T einzusortieren.?
(C) Ausgabe der Intervalle:
(1) O(T) — trivial.

Die Sortierung der Werte und das entsprechende Finlesen kann mit Hilfe der
SQL-Anweisung select A from R order by A erfolgen. Dies fiihrt zu einem
Aufwand von O(NlogN), da N Werte zu sortieren sind, was etwa mit dem
Finsatz von HEAPsORT [AHUS83| erreicht werden kann. Die in Abschnitt 3.2.5
beschriebene Schnittstelle sorgt dafiir, dafl die sortierten Werte vom DBMS in
konstanter Zeit pro Wert in Empfang genommen werden.

2Siehe etwa [AHUS3].
®Der Finsatz eines heaps wire moglich, wiirde aber (2) aufwendiger werden lassen und
wurde angesichts des Gesamtaufwandes und der zu erwartenden Werte fiir 7' verworfen.
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Lemma 4.1 Sei N die Anzahl der numerischen Attributwerte, so ist die Lauf-
zeit des Algorithmus NUM_INT sowohl fir Gap als auch fir Discontinuity fiir
T = O(log N) durch O(Nlog N) beschrinkt. Es geniigt ein Datenbankzugriff,
der einen Transfer von N Werten fiir Discontinuity und N' Werten fir Gap
erfordert, wobei N' die Anzahl der vorkommenden verschiedenen Werte von A
bezeichnel.

Beweis Die Abschatzung folgt aus den einzeln in der vorangegangenen Lauf-
zeitabschdtzung aufgefithrten Positionen und dem bereits beschriebenen Zugriff
auf die Daten:

O( T + N:logN + N-logT +T-(logT+1T))
o .o v NV —/_/
Initialisierung Datenbankzugriff  Gruppierung Ausgabe

= O(Nlog N +T?%) = O(Nlog N) fiir T = O(log N)

4.2.2 Implementation

In diesem Abschnitt werden kurz Details zur Implementation erdrtert. Dies
umfafit die Erliuterung der Architektur und der Ausgaben an den Benutzer.

Der Rahmen, in dem NUM_INT implementiert wurde, deckt sich mit dem in
Abschnitt 3.2.5 fiir CLUST_DB beschriebenen: Die Umsetzung erfolgte in C unter
Benutzung der bereits erliuterten Schnittstelle zur Datenbank. Alle Attribute
numerischen Typs kénnen diskretisiert werden.

Die beiden Ansidtze Gap und Discontinuity wurden dergestalt in NuM_INT
vereint, als daf} der gewiinschte Modus durch Parameteriibergabe an das Pro-
gramm gewdhlt wird. Des weiteren kann bei Verwendung von Gap gewihlt
werden, ob alle Werte (all) oder nur die unterschiedlichen (distinct) betrachtet
werden sollen. Offensichtlich resultiert beides in den gleichen Intervallen. Die
Wahl von distinet reduziert jedoch unter Umstinden die Laufzeit betrichtlich,
da bei all vielfach identische Werte zeitaufwendig durch das Netz geschickt wer-
den, um letztendlich intern sofort fallengelassen zu werden. Die Parameterwahl
all ist insofern nur dann sinnvoll, wenn Wert darauf gelegt wird, daf} die vom
Programm gelieferte Information, an welcher Position getrennt wurde, sich auf
die Anzahl aller Werte und nicht auf die Anzahl unterschiedlicher Werte bezie-
hen soll.

Die Ausgabe des Programms — von Laufzeitinformationen abgesehen —
gliedert sich in drei Abschnitte:

wichtigste Trennstellen: Es werden die wichtigsten 7% Trennstellen inklusi-
ve der Auskunft, an der wievielten Stelle der Werteabfolge diese auftreten,
ausgegeben. Bei Gap sind das die T grofiten Liicken; bei Verwendung von
Discontinuity die 7' deutlichsten Uberginge bzgl. der Hiufigkeiten, mit
der benachbarte Werte gelesen wurden.

*T ist vom Benutzer anzugeben.
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Intervallhierarchie: Die Intervallunterteilungen, die durch die oben beschrie-
benen T grofiten Trennstellen erzwungen wurden, werden der Reihe nach
ausgegeben. Dabei wird auch angegeben, wieviele Werte sich in den ein-
zelnen Intervallen befinden. Dabei zdhlt all alle, distinct nur die unter-
schiedlichen.

atomare Intervalle: Im letzten Teil werden die Intervalle ausgegeben, die
wahrend des Programmablaufs nicht weiter unterteilt wurden. Sie stel-
len eine Partition des Wertebereiches dar. Auch fiir diese wird die Anzahl
von Werten innerhalb eines Intervalls ermittelt.

4.3 Einsatz von NUM _INT

NuM_INT ist ein Diskretisierungsverfahren, das konzipiert worden ist, um in
numerischen Attributen relationaler Datenbanken eine Hierarchie von Interval-
len ohne Riickgriff auf eine Klassifikation zu bilden. Der Benutzer kann sich
dabei entweder der vollstindigen Hierarchie oder der atomaren Intervalle be-
dienen, die das Programm ausgibt. Im ersten Fall kann der Benutzer startend
mit dem gesamten Intervall bei Bedarf nach und nach die Intervalle in der von
NuM_INT ermittelten Reihenfolge verfeinern. Besonders reizvoll ist diesbzgl. das
Zusammenspiel von NUM_INT mit einem Verfahren, das in der Lage ist, die vol-
le Information der Hierarchie zu nutzen, um beim Lernen eine geeignete Ebene
zu finden. Dazu zdhlen etwa INDUCE [Mic83] und Otis [Ker88]. Im anderen
Fall kénnen die atomaren Intervalle direkt als Partitionierung des Wertebe-
reichs fiir eine Typdeklaration genutzt werden. In beiden Fillen ist die Anzahl
der Intervalle durch den Parameter T festgelegt: Es lassen sich in der Hierar-
chie insgesamt 27 + 1 Bereiche finden, von denen T 4 1 atomar in dem Sinne
sind, daf} sie als nicht weiter unterteilte Intervalle die Blitter der Hierarchie
darstellen.

Ist der Wertebereich grofl im Vergleich zur Anzahl der Eintrége, so sollte
der Gap-Ansatz bevorzugt werden. Ist er verhéltnisméflig klein, so dafi nicht
sinnvoll nach Liicken gesucht werden kann, so sollte Discontinuity bevorzugt
werden.

Dafl NuM_INT auf relationalen Datenbanken arbeiten kann, ist als besondere
Eigenschaft und keinesfalls als Finschriankung zu verstehen: Es muf} lediglich
die Moglichkeit gegeben sein, sortiert der Reihe nach auf die Werte zugreifen
zu kénnen, oder diese im Speicher selbst zu sortieren.

Alle numerischen Werte einer realen Datenbank auf ihre Validitit hin
zu {iberpriifen, diirfte an der Datenmenge scheitern. Eine im Sinne obiger
Ausfithrungen komprimierte Darstellung bietet hingegen Ansitze, die Qualitit
der Daten zu iiberpriifen, so dal NUM_INT auch in diesem Kontext genutzt
werden kann.
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4.4 Laufzeiten

In diesem Abschnitt wird es darum gehen, das Laufzeitverhalten von NuM_INT
in der Praxis zu iiberpriifen. In erster Linie ist dabei die Abhingigkeit von der
Anzahl der Werte von Interesse. Diese wird Aufschlufi dariiber geben, ob das
Verfahren wie gefordert in der Lage ist, die grofien Datenmengen realer Da-
tenbanken zu bewiltigen. Weiterhin wird tiberpriift, inwiefern die durch den
Benutzer gewihlte Tiefe die Laufzeit beeinflufit. Mit einem weiteren wichtigen
Aspekt, der Frage nach der Giite der gefundenen Intervalle, befafit sich Ab-
schnitt 4.5.2.

4.4.1 Tupelabhéingigkeit

Als Ausgangspunkt fiir die Beantwortung der ersten Frage wurden Tabellen
ausgewihlt, die (nicht nur in Bezug auf das Datenvolumen) dem realen Finsatz
entsprechen.® Auf die gefundenen Intervalle wird nicht niher eingegangen, da
hier lediglich die Laufzeit von Interesse ist — davon abgesehen, dafl dies wegen
der Vertraulichkeit der Daten auch nicht gestattet gewesen wire.

Die Laufzeiten t4 und tg;stinet von NUM_INT in den beiden Modi Gap (all)
und Gap (distinct) werden in Tabelle 4.1 aufgefiihrt.® Auf die Darstellung der
Ergebnisse von Discontinuity wurde verzichtet, da sie erwartungsgemif denen
von Gap (all) entsprachen.

N N || tan Tdistinct

62 13 1730”7 | 17 30”7

840 21 (| 1740”7 | 1’ 307

2363 51 1740”7 | 17 30”

43777 79\ 3 1’ 30”
116862 | 116672 || 6’ 6’
610114 | 120000 || 24’ 7
745781 | 125092 || 31’ 9

Tabelle 4.1: Laufzeiten fiir NUM_INT bei gleichbleibender Tiefe. N gibt die
Anzahl aller Werte an, N’ die der unterschiedlichen.

Tabelle 4.1 offenbart zweierlei: Die zuvor gestellte Frage, ob NuM_INT auf
realen Datenbanken mit mehreren 100.000 Eintrégen arbeiten kann, muf be-
jaht werden. Die wiedergegebenen Laufzeiten sind unter Beriicksichtigung der
bearbeiteten Datenmengen mehr als akzeptabel.

Des weiteren ist offenkundig, daf§ bei Beschrdnkung auf die unterschiedli-
chen Werte des zu untersuchenden Attributs durch den Modus Gap (distinct)
die Laufzeit deutlich abnahm — und dies, obwohl NUM_INT intern fiir die Abar-
beitung aufeinanderfolgender gleicher Werte praktisch keine Zeit benétigt, da

®Die Versuche wurden am Forschungszentrum Ulm der Daimler-Benz AG von P. Brock-
hausen (Vertrag Nr.: 094 965 129 7/0191) ausgefiihrt.
%Die Zeiten wurden auf einer SUN Sparc Station 10 mit Sparc 20 als DB-server ermittelt.
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eine Differenz von 0 gar nicht erst weiter behandelt wird, sondern sofort der
ndchste Wert angefordert wird. Dies 148t den Schlufl zu, dafi der Transfer der
einzelnen Werte iiber das Netz so zeitintensiv ist, dafl dies die gesamte Laufzeit
dominiert. Abbildung 4.1 verdeutlicht diesen Sachverhalt, in dem die ben&tigten
Zeiten gegen die Anzahl der tatsdchlich ibermittelten Werte aufgetragen wer-
den: Die lineare Abhédngigkeit ist offensichtlich. Dies unterstreicht den Vorzug
von NUM_INT, mit nur einem Lauf durch die Daten auszukommen.

—
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Abbildung 4.1: Laufzeit in Abh&ngigkeit der ibermittelten Werte N

Liegt die Anzahl der unterschiedlichen Werte deutlich unter der Gesamtzahl,
so wird Gap (distinct) deutlich schneller als die beiden anderen Mdoglichkeiten
Gap (all) und Discontinuity sein. Spielt es keine Rolle, ob die von NumMm_INT
bestimmte Anzahl von Werten innerhalb eines Intervalls sich auf alle oder nur
die unterschiedlichen bezieht, sollte bei Wahl von Gap der Parameter distinct
benutzt werden.”

Die minimale Zeit von 1’ 30” fiir die Bearbeitung von Attributen mit weniger
als etwa 2.000 zu lesenden Werten entspricht der Zeit, die das Datenbankma-
nagementsystem vom Erhalt der SQL-Anfrage bis zum Ausliefern des ersten
Wertes benétigte.

4.4.2 Tiefenabhéngigkeit

Um zu kldren, wie stark die Laufzeiten von der gew&hlten Tiefe T der Hier-
archie abhdngen, wurde ein numerisches Attribut einer Tabelle mit etwa 1000
Eintrdgen ausgewdhlt und fiir unterschiedliche 7" im Bereich von 10 — 1000
diskretisiert. Dabei konnte praktisch keine Zunahme in der Laufzeit beobach-
tet werden. Die Zeit in der Groflenordnung von einigen Sekunden, die beim

"Es sei daran erinnert, daB die Intervallbildung davon nicht beriihrt wird.
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Start von NUM_INT mehr benétigt wurde, geht auf die entsprechend gestiegene
Anzahl von Systemaufrufen zur Bereitstellung des Speicherplatzes zuriick. Dies
kann sich selbstverstandlich &ndern, wenn 7' (unrealistisch) grof auf einen Wert
gesetzt wird, der zu einem Speicherplatzbedarf fiir die Datenstrukturen fiihrt,
der den ausfithrenden Rechner iiberfordert.

Dieses in Bezug auf die effektive Laufzeit gutmiitige Verhalten ist besonders
erfreulich, da es dem Benutzer erlaubt, T deutlich gréfler zu wiahlen, als es
die Anwendung zu erfordern scheint. So kann bei Bedarf auf die ,,Reserve“
zuriickgegriffen werden, ohne einen neuen Lauf starten zu miissen.

4.5 Vergleich mit anderen Verfahren

Im diesem Abschnitt werden andere Verfahren vorgestellt, die dabei mit
NuM_INT verglichen werden. Dies beschrdnkt sich nicht nur auf die Betrach-
tung der zugrunde liegenden Ansidtze; es sollen vielmehr auch experimentelle
Vergleiche angestellt werden.

4.5.1 Verwandte Ansatze

Diskretisierungsverfahren lassen sich leicht in zwei Kategorien einteilen: Die eine
beinhaltet diejenigen Ansitze, die bei der Bildung der Intervalle eine vorhande-
ne Klassifikation beriicksichtigen. Diese werden hdufig im Englischen als class
driven bezeichnet, was in diesem Fall getrost wortlich als ,klassengesteuert
iibersetzt werden darf.

In der anderen befinden sich dementsprechend Verfahren, die ohne eine Klas-
sifikation ihren Dienst verrichten. Sei es, daf} eine solche nicht vorliegt oder
(unverniinftigerweise) bei der Diskretisierung vernachlissigt wird.

In den letzten Jahren ist eine Vielzahl von klassengesteuerten Verfahren
vorgestellt worden und ihre Uberlegenheit im Vergleich zu den letztgenannten
Ansitzen in Anwesenheit eines Klassifikationsattributs demonstriert worden,
die in diesem Zusammenhang dann oft ,klassenblind“ genannt werden.®

In der Tat stellt die Kenntnis einer Klassenzugehorigkeit einen immensen
Wissensvorteil dar, bietet sie doch Ansatzpunkte fiir informationstheoretische
Uberlegungen. Es sollte jedoch bedacht werden, daB der vermeintliche Defekt,
ohne Riickgriff auf eine Klassifikation zu diskretisieren, freilich dann zum Vorteil
gereicht, wenn eine solche nicht vorhanden ist. Klassengesteuerte Verfahren sind
dann schlichtweg nicht einsetzbar, da sie nicht nur die Klassenzugehorigkeit der
Objekte bericksichtigen, sondern vielmehr auf sie angewiesen sind.

Im Rahmen der Aufgabenstellung liegt eine Ausgangssituation vor, die kei-
nen Riickgriff auf ein Klassifikationsattribut erlaubt. So sollen in diesem Ab-
schnitt nur die beiden aus der Statistik bekannten EQUAL-WIDTH und EQUAL-
FrREQUENCY und der jiingst in einer Diplomarbeit am LS8 ([Wes95]) skizzierte
Ansatz von S. Wessel (im folgenden Delta-Suche genannt®) mit NUM_INT ver-
glichen werden. Die beiden erstgenannten wurden ausgewihlt, da sie weithin

#Siche etwa [Ros95].
°In der erwihnten Arbeit ist dem kurz beschriebenen Ansatz kein Name vergeben worden.
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bekannt sind — sie werden in der Literatur stets zu einem Vergleich herange-
zogen, wenn es darum geht, ein neues Diskretisierungsverfahren vorzustellen —
und trotz vieler guter klassengesteuerter Verfahren noch eingesetzt werden. Der
Ansatz von S. Wessel wird betrachtet, da er durchaus als Ausgangspunkt fiir
die Entwicklung von NUM_INT zu bezeichnen ist.

Equal-Width

Der EQUAL-WIDTH-Ansatz sieht vor, die vorkommenden N Werte im Bereich
[Zmins Tmaz] SO in eine vom Benutzer anzugebende Zahl n von Intervallen zu
teilen, daf jedes dieser erzeugten Teilintervalle [1},T;11] die gleiche Gréfie hat.
Die einzelnen Trennpunkte 7; mit ¢ = 0...n liegen demzufolge bei

Ti = Tmin X (xmax <:>>$Trbz7%)/n

Das Verfahren wird dadurch geprigt, dafl aufler dem Minimum =z, und
dem Maximum 2,,., des zu diskretisierenden Attributs keine weiteren Informa-
tionen notig sind bzw. ausgewertet werden. Dies ist in Bezug auf Einfachheit
und die zu erwartende Laufzeit bestechend: Es ist keine Sortierung erforder-
lich, da Minimum und Maximum durch einen Lauf durch die Daten bestimmt
werden koénnen, was einer Komplexitit von O(N) entspricht. Sind diese bei-
den Werte bereits bekannt oder liegt bereits eine Sortierung vor, dann muf} auf
keinen bzw. zwei Attributwerte zugegriffen werden.

Die Kehrseite der Medaille ist ebenso schnell ausgemacht — sie folgt un-
mittelbar aus der oben beschriebenen Figenschaft: Werden ausschliefilich Mini-
mum und Maximum der Folge betrachtet, geht das Verfahren im Gegensatz zu
NUM_INT in keiner Weise auf die Verteilung der einzelnen Werte ein. s wird
vielmehr implizit die Gleichverteilung der Werte iiber den gesamten Bereich an-
genommen. Daf} dieses Potential nicht ausgesch6épft wird, kann sich u. a. darin
réchen, dafl Intervalle gebildet werden, in denen kein einziger Wert liegt. Dies
kann in dieser Form bei Verwendung von NUM_INT nicht passieren: Reichen die
gefundenen Trennstellen nicht aus, um die vom Benutzer gewiinschte Anzahl
an Intervallen zu erzeugen, so fiihrt dies nicht dazu, daff (sinn)leere Intervalle
hinzugefiigt werden. Es werden vielmehr alle ermittelten Trennstellen genutzt
und der Benutzer dariiber informiert, dafy seine Wahl nicht angemessen war.

EQuAL-WIDTH ist dariiber hinaus nicht wie NUM_INT in der Lage, eine
Hierarchie von Intervallen zu erzeugen. Ganz besonders deutlich wird der Nach-
teil, wenn ein Lernverfahren diese Hierarchie selbstdndig dahingehend ausnutzt,
daf} es beim Lernprozef} steuert, auf welche Intervalle im Hinblick auf ein gutes
Ergebnis zuriickgegriffen wird. Bietet das verwendete Lernverfahren dies nicht
an, wird diese Arbeit auf den Benutzer verlagert, aber der eigentliche Vorteil
bleibt: Iirkennt man bei Verwendung von EQUAL-WIDTH, dafl das Resultat zu
wiinschen iibrig 148t, so bleibt nichts anderes iibrig, als eine neue Diskretisie-
rung mit einem anderen Parameter n fiir die Anzahl der gewiinschten Intervalle
anzufordern. Wird NUM_INT benutzt, so kann man sich einer anderen Ebene
der bereits bestimmten Hierarchie bedienen.
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Equal-Frequency

Wihrend die zuvor beschriebene Methode die Intervalle in gleich grofie Bereiche
zerlegt, fihrt EQUAL-FREQUENCY die Diskretisierung so aus, daf§ in jedem
Abschnitt (moglichst) gleich viele Werte vorkommen.

Anders als bei EQUAL-WIDTH findet also die Werteverteilung bei diesem
Verfahren Beriicksichtigung. Damit ist EQUAL-FREQUENCY aber auch auf eine
Sortierung der zu unterteilenden Werte angewiesen und so mit einer Laufzeit
von O(N log N)'° aufwendiger als das zuvor diskutierte EQUAL-WIDTH und
unterscheidet sich praktisch nicht von der fiir NuM_INT im Abschnitt 4.2.1 her-
geleiteten Laufzeit, die (fiir eine entsprechende Tiefe der Hierarchie) ebenfalls
vom Aufwand der Sortierung bestimmt wird.

Auch wenn dies angesichts des Bestrebens von FEQUAL-FREQUENCY,
gleichmifig besetzte Intervalle zu bilden, tiberraschend erscheint, ist es doch
wie bei Verwendung von EQUAL-WIDTH auch hier moglich, daf einige der er-
zeugten Bereiche leer bleiben: Kommen so viele gleiche Werte vor, daf} die
fiir ein Intervall vorgesehene Kapazitét tiberschritten wird (ein Schnitt kann
nicht erfolgen, da gleiche Werte nicht auf verschiedene Intervalle verteilt wer-
den diirfen), kann es schnell passieren, dafi am Ende nicht mehr geniigend Wer-
te da sind, um die verbleibenden Intervalle zu fiillen. Anders als NuM_INT ist
EQUAL-FREQUENCY wie auch EQUAL-WIDTH nicht in der Lage, auf diesen Fall
zu reagieren. Es bleibt dem Benutzer iiberlassen, die gebildeten Bereiche zu in-
spizieren und bei Bedarf entweder die Anzahl der Intervalle kleiner zu wahlen
oder die Grenzen ,,von Hand“ zu verschieben.

Wie EQuAL-WIDTH bildet auch EQUuAL-FREQUENCY keine Bereichshierar-
chie.

Delta-Suche

In [Wes95] wird ein Ansatz skizziert, der in ein Diskretisierungsverfahren um-
zusetzen ist: Es wird vorgeschlagen, die Werte aufsteigend der Gréfle nach zu
sortieren, um in der Abfolge dieser die Differenzen der benachbarten Werte mit
einem festzulegenden Schwellenwert é zu vergleichen. Die Werte 21 < 25 <
.o x; < 241 werden solange zu einem Intervall zusammengefafit, wie die Diffe-
renz zweier aufeinanderfolgender Werte kleiner als ¢ ist. Eine grofiere Differenz
d = 2,41 ©; zeigt eine Trennstelle an und bewirkt, dafl das aktuelle Intervall
mit z; geschlossen und ein neues mit x;41 erdffnet wird.

Der Reiz dieses einfachen Verfahrens liegt in dem offensichtlichen inkremen-
tellen Charakter: Jeder Wert wird nur einmal begutachtet und danach ,fallen-
gelassen“, d. h. nicht intern gespeichert. Dies ist in Anbetracht des geringen
Platzbedarfs — lediglich die Information iiber die bereits gebildeten Intervalle
und die aktuell betrachteten x; und 2;41, sind zu speichern — und die lineare
Laufzeit in Bezug auf die Anzahl der Werte N verheifiungsvoll.

Der gréfite Nachteil dieses Ansatzes ist die problematische Wahl des fiir die
Intervallbildung entscheidenden Parameters 6: Von der trivialen Beobachtung
abgesehen, daf} kleinere (groflere) Werte fiir ¢ wahrscheinlich zu einer grofleren

10 A7 sei die Anzahl der vorhandenen numerischen Werte.
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(kleineren) Zahl n von Bereichen fithren, ist nichts Hilfreiches fiir die Wahl
von 6 offensichtlich. Da wiegt es besonders schwer, dafl das Verfahren nicht
in der Lage ist, eine Hierarchie von Intervallen aufzubauen: Wihrend bei den
bereits besprochenen Verfahren EQUAL-WIDTH und EQUAL-FREQUENCY im
Falle eines Miflerfolgs schnell abschitzbar sein sollte, um welchen Betrag n zu
verdndern ist, diirfte die Anpassung von 6 ungleich schwerer fallen.

4.5.2 Experimenteller Vergleich

Die Beantwortung der Frage, wie niitzlich die von NUM_INT gefundenen In-
tervalle fiir Lernverfahren im allgemeinen sind, fillt ungleich schwerer als die
bereits im Abschnitt 4.4 diskutierte Frage nach den Laufzeiten. Beschriankt man
sich jedoch auf Verfahren, die aus klassifizierten Beispielen lernen, so wird die
Giite einer Diskretisierung und damit auch des zugehorigen Verfahrens anschau-
lich: Je geringer die Fehlerquote des gelernten Resultates ist, desto hilfreicher
waren die zuvor bestimmten Intervalle.

Die in diesem Abschnitt zu beschreibende Versuchsreihe folgt diesem An-
satz, indem C4.5 [Qui93] darauf angesetzt wurde, anhand unterschiedlicher
Datensdtze mit gegebener Klassifikation jeweils einen Entscheidungsbaum zu
bestimmen. Dies geschah mit unterschiedlicher Diskretisierung der vorhandenen
numerischen Attribute in direktem Vergleich zu den beiden Verfahren EQUAL-
WiptH (EW) und EQuaL-FrEQUENCY (EF).

Es sei an dieser Stelle darauf hingewiesen daffi C4.5 im allgemeinen (die
Versuche werden dies bestdtigen) ohne externe Diskretisierung zu sehr guten
Ergebnissen kommt. Dafl die Wahl dennoch auf C4.5 fiel, hingt mit dessen
Verbreitung und Bekanntheit zusammen: C4.5 ist leicht zu handhaben und
anerkanntermaflen erfolgreich, so dafl in vielen aktuellen Publikationen {iiber
Diskretisierungsverfahren dieses als ,MefBlatte* angelegt wird.

Nachteilig an dieser Wahl ist, dafl der zuvor herausgestellte besondere Vorteil
von NUM_INT sich nicht auswirken konnte: C4.5 bietet nicht die Moglichkeit,
eine gelernte Wertehierarchie auszunutzen. Dies mufl bei der Diskussion der
Versuchsergebnisse entsprechende Beriicksichtigung finden.

Als Datensédtze diente das bereits im Abschnitt 3.4.2 beschriebene Materi-
al der University of California (Irvine), so daff die vorgestellten Ergebnisse im
Sinne obiger Ausfithrung den Vergleich mit Versuchsreihen andere Verdffentli-
chungen zusitzlich erleichtert.

In Tabelle 4.2 werden die von C4.5 in den unterschiedlichen Domé&nen er-
mittelten Fehlerraten der gelernten Entscheidungsbidume bei Verwendung eines
der oben genannten Diskretisierungsverfahren wiedergegeben. Die Anzahl der
Intervalle wurde fiir alle Datensétze und Verfahren gleichermaflen auf 5 festge-
setzt.

Die Tabelle 4.2 liefert insofern kein einheitliches Bild, als daf} sie kein Verfah-
ren in allen Doméanen vorne sieht. Bei den Datensitzen Hepatitis und Labor-neg.
liegen die ermittelten Fehlerraten fiir die getesteten Verfahren in etwa der glei-
chen Groflenordnung. Bei Glass und Iris schneidet NuM_INT (Gap) schlecht ab,
hier scheint der Ansatz, nach Liicken in den numerischen Attributen zu suchen,
deplaziert.
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Domine |  — || Gar | Disc. | E-WinTh | E.-FREQUENCY
Iris || 1.3% || 10.7% 2.7% 4.7% 3.3%

Glass || 5.6% || 45.0% | 13.6% 31.1% 9.3%
Hepatitis || 5.2% 6.5% 6.5% 7.1% 3.9%
Labor-neg. || 2.5% || 5.0% | 2.5% 0.0% 0.0%

Tabelle 4.2: Von C4.5 ermittelte Fehlerraten bei verschiedenen Diskretisierun-
gen. In der zweiten Spalte (—) sind die ohne Diskretisierung erzielten Ergebnisse
aufgefiihrt.

Es mag im ersten Augenblick enttduschen, dafl NUM_INT nicht {iber die
beiden anderen Verfahren dominiert. Bedenkt man aber die eingangs gemachte
Bemerkung, dafl der besondere Vorsprung NUM_INTs gegeniiber EQUAL-WIDTH
und EQUAL-FREQUENCY in der Versuchsanordnung nicht zum tragen kommen
konnte, darf das Ergebnis als positiv gewertet werden — zumal es sich bei den
beiden genannten um die bekanntesten Verfahren handelt.

Ganz allgemein muf} die Auswertung solcher Versuche beriicksichtigen, daf}
die erzielten Ergebnisse aufgrund des Ansatzes ,klassenblinder® Verfahren, aus-
schlieBlich aus den numerischen Daten zu lernen, unter Umstinden mehr iiber
die verwendeten Datensétze als iiber die Verfahren aussagen, indem deutlich
wird, ob die implizit gemachte Annahme {iber die Verteilung der Werte ange-
messen fiir die jeweilige Domédne war. Es lassen sich leicht Beispiele konstru-
ieren, die die Uberlegenheit eines der genannten Verfahren zu dokumentieren
scheinen. Insofern stellen die beiden Modi von NUM_INT eine Erginzung zu den
genannten Ansitzen dar.

Der Frage, welche Ergebnisse fiir eine andere Wahl bzgl. der Anzahl der
zu bestimmenden Intervalle erzielt werden, wurde nicht nachgegangen. Aus
den Beschreibungen der unterschiedlichen Ansétze geht jedoch hervor, daf sich
NuM_INT wesentlich robuster als die genannten anderen Verfahren verhalten
sollte: Dadurch, dafi die Trennstellen bei NuM_INT der (vermeintlichen) Prio-
ritdt nach geordnet sind, kann es anders als bei den Verfahren EQUAL-WIDTH
und EQUAL-FREQUENCY nicht zu einer besonders ungiinstigen Wahl bzgl. der
Anzahl der zu bestimmenden Intervalle kommen. Die Erhéhung der zu erzeu-
genden Intervalle um 1 bewirkt etwa bei EQUAL-WIDTH, daf alle Intervalle
verdndert werden. Bei NUM_INT wird lediglich ein Intervall durch zwei neue
Teilintervalle ersetzt.

Es sei an dieser Stelle abschliefend daran erinnert, dafl in diesen Versuchsrei-
hen nur ein Teilgebiet des moglichen Finsatzes von NUM_INT beleuchtet wurde,
das besonders anschauliche Ergebnisse lieferte. In Bezug auf den priméren Fin-
satz auf Daten ohne Klassifikation sei bemerkt, dafl Versuche im Rahmen eines
Zusammenspiels mit RpT/DB in MoBaL [MWKE93] ebenfalls positiv verlie-
fen: So fiihrte die Finfiihrung der von NUM_INT bestimmten Intervalle dazu,
dafl auf den bereits beschriebenen Daten der Daimler-Benz AG Regeln gelernt
wurden, deren Korrektheit sich zwischen 79 und 84 Prozent bewegte. Ohne
Zuhilfenahme der Intervalle lag diese bei maximal 63%.
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4.6 Diskussion

Wie bereits das vorangegangene Kapitel soll auch das vierte Kapitel, in dem es
um die Behandlung numerischer Attribute ging, abschlieflend diskutiert werden.
Diese Diskussion wird zum einen dazu genutzt, den vierten Teil der Arbeit
zusammenzufassen; zum anderen sollen aber auch erginzende Bemerkungen
und Verbesserungsvorschlige gemacht werden.

4.6.1 Zusammenfassung

Wurden im dritten Kapitel nominale Attribute behandelt, so galt das Interes-
se des vierten Teils der Arbeit den numerischen Attributen. Dabei wurde eine
Ausgangssituation angetroffen, die aus mehreren Griinden ein anderes Vorge-
hen als im dritten Kapitel erforderte. Einer dieser Griinde bestand darin, daf
im Gegensatz zur Behandlung nominaler Attribute hier mit sehr vielen unter-
schiedlichen Werten zu rechnen ist.

Es lag vielmehr eine Aufgabenstellung vor, die auf den Entwurf eines neu-
en Diskretisierungsverfahren abzielte, das ohne Klassifikation aus den einzelnen
Werten eines numerischen Attributs einer relationalen Datenbank Intervalle bil-
den sollte. Die grundlegende Idee, in der Abfolge aufsteigend sortierter Werte
nach Trennstellen zu suchen, um ein top-down Vorgehen zu ermoglichen, das
mit nur einem Lauf durch die Daten eine Hierarchie von Intervallen erzeugen
kann, wurde durch den Algorithmus NUM_INT realisiert. In diesem sind zwei
grundsdtzliche Arbeitsmodi eingebettet worden: Gap interpretiert grofie Diffe-
renzen benachbarter Werte als geeignete Stelle fiir eine Unterteilung, Discon-
tinuity sieht eine solche in einer deutlichen Schwankung der Haufigkeiten, mit
denen aufeinander folgende Werte gelesen werden.

Der Vergleich im Abschnitt 4.5 ergab, dafl NUM_INT zwar nicht in der
Lage ist, die beiden bekanntesten Verfahren EQUAL-WIDTH und EQUAL-
FREQUENCY in Bezug auf die Giite der bestimmten Intervalle abzuldsen. Iis
sollte jedoch deutlich geworden sein, dal NUM_INT sehr wohl als Frginzung
anzusehen ist, da der Erfolg jedes der vorgestellten Diskretisierungsverfahren
ohne Klassifikation sehr stark von der Verteilung der Werte abh&ngt und sich
NUM_INT bzgl. des Ansatzes deutlich von den anderen Verfahren unterschei-
det. Ein deutlicher Vorteil von NUM_INT liegt in der Fahigkeit, eine Hierarchie
von Intervallen zu bestimmen. Dieser Vorteil kann in der Praxis z. B. durch
den Einsatz eines Verfahrens ausgespielt werden, das die volle Information ei-
ner Hierarchie auszunutzen vermag kann wie etwa INDUCE [Mic83] und OTIs
[Ker88]. Dieser Vorsprung kam in der Versuchsreihe des Abschnitts 4.5.2 nicht
zum tragen, da das verwendete C4.5 trotz vieler positiver Eigenschaften einen
solchen Vorzug nicht bietet.

Die fiir den priméren Einsatz auf numerischen Attributen einer realen Da-
tenbank entscheidende Frage nach den Laufzeiten von NUM_INT konnte im Ab-
schnitt 4.4 sehr zufriedenstellend beantwortet werden. Es ergab sich dabei, daf§
die Laufzeit praktisch linear mit der Anzahl der iibermittelten Werte ansteigt.
Dies unterstreicht zum einen den Vorzug NUM_INTs mit nur einem Lauf durch
die Daten auszukommen und motivierte den Einsatz eines Parameters, der bei
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Verwendung von Gap das Datenbankmanagementsystem anweist, nur die fiir
die Intervallbildung nétigen unterschiedlichen Werte zu liefern.

Ahnlich wie bei CLusT_DB sind auch bei Num_INT die grundlegenden
Ansidtze nicht an eine relationale Datenbank gebunden. Es muf} lediglich dafiir
gesorgt werden, dafl auf die Werte in aufsteigend sortierter Reihenfolge zuge-
griffen werden kann.

4.6.2 Bemerkungen

Im Abschnitt 4.5 wurde deutlich, daf jedes der beschriebenen Verfahren unter-
schiedliche Annahmen iiber die Verteilung der Werte macht. Treffen diese fiir
die zu untersuchenden Daten zu, so sind alle diese Verfahren in der Lage, fiir
den Betrachter besonders suggestive Intervalle zu bilden.

Wie bei EQUAL-WIDTH und EQUAL-FREQUENCY kann es auch bei
NuM_INT vorkommen, daf keine sinnvollen Intervalle gefunden werden kénnen.
Neben dem nicht betrachtenswerten Fall, daf} alle Werte auf einen Punkt zusam-
menfallen, kann es in einem anderen Extremfall vorkommen, dafl Discontinuity
keine einzige Unterteilung vornimmt: Sind die Werte des numerischen Attri-
buts homogen iiber den gesamten Wertebereich verteilt, so ist kein Sprung in
der Hiufigkeitsverteilung zu finden. Liicken sind sehr wohl gegeben, fithren aber
nur zur einzelnen Separation der ersten unterschiedlichen Werte. Bei einer sol-
chen Verteilung der Werte scheint es aber auch keine verniinftige Alternative
zu EQUAL-WIDTH bzw. EQUAL-FREQUENCY zu geben.

Daf sich Trennstellen nach deren Prioritat ordnen lassen, ist wesentlich fiir
den top-down Charakter von NuM_INT. Dies hat eine weitere positive Konse-
quenz, die bislang nur kurz in Abschnitt 4.5.2 erwdhnt wurde: Dadurch, dafl
in jedem Fall die Trennstellen ihrer Bedeutung nach ausgewertet werden und
diese zu je einer Aufspaltung eines Intervalls in zwei Teilintervalle fiithren, kann
von einer gleichmifigen ,,Konvergenz“ des Verfahrens insofern gesprochen wer-
den, als es nicht wie bei EQUAL-WIDTH und EQUAL-FREQUENCY vorkommen
kann, dafl bei Erhéhung der Anzahl zu bildender Intervalle um 1 fast alle bis-
lang giiltigen Grenzen verschoben werden. Bei den Versuchen bzgl. der Giite
der unterschiedlichen Diskretisierungsverfahren mit n = 5 Intervallen, wére bei
der Wahl von n = 6 Intervallen fiir NUM_INT in jedem Fall ein mindestens
genauso gutes Frgebnis erzielt worden. Dies kann keines der anderen betei-
ligten garantieren, wie etwa Abbildung 4.2 fir EQUAL-WIDTH illustriert. In
diesem Zusammenhang ist bei Versuchsreihen mit EQUAL-WIDTH und EQUAL-
FREQUENCY zu beachten, dafl wenn mehr als ein nq mit dem Ziel betrachtet
werden soll, allgemeinere Ergebnisse zu erzielen, diese nicht als Vielfaches von
ny gewidhlt werden sollten. Leider wird dieser Punkt oft nicht bedacht, so dafl
typischerweise zwei Versuchsreihen durchgefithrt werden mit » = 5 und n = 10.

Auf der anderen Seite ist NUM_INT deutlich sensitiver gegeniiber dem
Einfiigen neuer Werte in das numerische Attribut als es die anderen Verfahren
sind: Fiigen sich neue Werte so in den Wertebereich ein, daff die Trennstellen zu-
nichte gemacht werden, so kann ein neuer Start von NUM_INT bei nur wenigen
neuen Werten schon zu einer deutlich verdnderten Hierarchie fithren. Zudem
sollte beim Einfiigen neuer Werte bedacht werden, dafl NUM_INT in dem Sinne
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Abbildung 4.2: Links: In Bezug auf die unterschiedlichen Klassen (x,e) per-
fekte Diskretisierung in n = 5 Intervalle mit EQUAL-WIDTH. Rechts: Deutlich
schlechtere Aufteilung fiir n = 6.

nscharf* trennt, dafl die Grenzen genau auf vorhandene Werte gesetzt werden.
Obwohl alle zum Zeitpunkt der Diskretisierung bekannten Werte umfafit wer-
den, ergibt die Vereinigung aller gebildeten atomaren Intervalle nicht den ge-
samten Wertebereich, sondern es werden vielmehr Bereiche ausgespart, in denen
kein Wert lag. Fallt nun ein neuer Wert in genau einen dieser Zwischenberei-
che, so wird er etwa von einer aus den Intervallen abgeleiteten Typdeklaration
nicht erfaBt. Eine entsprechende Anderung des Trennverhaltens von NuM_INT
ist jedoch ohne Seiteneffekte moglich.

4.6.3 Verbesserungen

Im folgenden werden kurz Verbesserungsvorschlige festgehalten, die zwar an-
gedacht, aber bislang nicht umgesetzt wurden. So ist es méglich, NUM_INT an-
zuweisen, nicht den gesamten Wertebereich sondern lediglich einen Ausschnitt
davon zu untersuchen. Dies macht insbesondere dann Sinn, wenn viele Trenn-
stellen auflerhalb eines vom Benutzer fokussierten Bereiches liegen und damit
der Wert T fiir die Tiefe der Hierarchie uniibersichtlich hoch gew&hlt werden
miiffite, um den eigentlich interessierenden Bereich zu unterteilen.

Sowohl bei Gap als auch bei Discontinuity werden einfache mathematische
Modelle zugrunde gelegt. Beim erstgenannten Modus wird als Trennfunktion
fo(@i, 2i41) := 2441 ©a; beim anderen fy(z;, 2i41) 1= |e(2i41) Se(z;)| verwen-
det, wobel ¢(z) angibt, wie oft der Wert 2 vorkommt. Bei beiden sind viele
andere Funktionen denkbar wie etwa bei Gap eine prozentuale statt absolute
Differenz. Gerade in Bezug auf die beiden Modi Gap und Discontinuity wire es
ausgesprochen reizvoll, eine Funktion bzw. ein MafB} zu finden, das noch mehr
auf das Profil der Werteverteilung eingeht und mehr von einzelnen Werten ab-
strahiert. Auf diesem Wege wire vielleicht auch eine Vereinheitlichung anstelle
der vorliegenden Modulbauweise zu erzielen. Sicher ein interessantes, aber auch
schwieriges Unterfangen, da der charakteristische quasi-inkrementelle Charak-
ter NUM_INTs in jedem Fall angesichts der Laufzeiten gewahrt werden sollte.



Kapitel 5

Zusammenfassung

In der Arbeit wurden zwei Verfahren, deren zugrundeliegenden Ansdtze und
deren Implementation vorgestellt:

CLusT_DB bildet in nominalen Attributen einer relationalen Datenbank mit
einer bottom-up Cluster-Analyse eine Wertehierarchie, die z. B. von Lernver-
fahren auszunutzen ist. Benutzt wird dabei ein in dieser Arbeit eingefiihrtes
AhnlichkeitsmaB, das es CLUST_DB als bislang einzigem Verfahren erlaubt, ei-
ne Cluster-Analyse direkt iiber die Werte eines ausgewidhlten Zielattributs ei-
ner Tabelle einer relationalen Datenbank durchzufiihren. Die Wahl der fiir das
Ahnlichkeitsmaff benétigten Quellattribute konnte dabei in Zusammenhang mit
dem Konzept der funktionalen Abhdngigkeiten gebracht werden.

Neben der Losung des in der Aufgabenstellung geforderten Entwurfs ei-
nes Verfahrens zur Auffindung interessanter Wertebereiche wurde ferner in Ab-
schnitt 3.3.6 der Einsatz von CLUST_DB zur Dimensionsreduktion fiir klassifi-
zierte Daten erldutert und dessen Tauglichkeit im Abschnitt 3.4.2 experimentell
unter Beweis gestellt.

Mit NuM_INT wurde ein Diskretisierungsverfahren fiir numerische Attribute
relationaler Datenbanken erarbeitet und vorgestellt, das wie die aus der Stati-
stik bekannten Ansitze EQUAL-WIDTH und EQUAL-FREQUENCY ohne Riick-
griff auf eine Klassifikation arbeitet.

Es konnte in Abschnitt 4.4 gezeigt werden, dafl NUM_INT wie gefordert die
effektive Bearbeitung grofier Datenmengen erlaubt. Dabei kann NUM_INT als
Vorteil fiir sich verbuchen, daf es im Gegensatz zu den anderen genannten eine
vollstindige Intervallhierarchie bildet, die mehr Information trigt als eine blofle
Partitionierung.

Entsprechend der Warnung in [FPSSU96, Kap. 1], sich vor perfekten KDD-
Programmen zu hiiten, die jedes erdenkliche Problem lésen (Beware the Hype!),
muf an dieser Stelle (leider) festgehalten werden, daf§ auch die in dieser Diplom-
arbeit vorgestellten Verfahren zu verbessern sind. Entsprechende Betrachtungen
lassen sich in den Abschnitten 3.6 und 4.6 finden.

Im Hinblick auf das, was die Zukunft dem Gebiet des KDD bringen
mag, ist von groflem Interesse, ob die fiir die Motivation der Arbeit wichti-
ge Einschétzung, dafl es vorteilhaft sei, Verfahren direkt an eine Datenbank zu
koppeln, (auch dann noch) Giiltigkeit haben wird. Dabei sei insbesondere die
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Technik des Sampling angesprochen, die einen anderen Weg beschreitet, mit
groflen Datenmengen zurecht zukommen: So wird dabei mit Hilfe statistischer
Uberlegungen versucht, einen Teil der Daten so geschickt auszuwihlen, das sich
die erzielten Ergebnisse ohne Probleme auf die gesamte Datenmenge iibertragen
lassen.

CrusT_DB und NUM_INT sind zum einen insofern eigenstdndig, als daf
Einsatzmoglichkeiten aufgezeigt wurden, in denen sie ohne weitere Verfahren
stand-alone arbeiten kénnen. Man denke etwa an die bereits erwdhnte Dimen-
sionsreduktion oder den in Abschnitt 3.3.4 beleuchteten Aspekt funktionale
Abhingigkeit — Datenqualitit.

Auf der anderen Seite ist die primire Ausgabe der numerischen und symboli-
schen Wertehierarchien auf Lernverfahren der n&chsthéheren Ebene angewiesen.
Wie grofl der Beitrag der vorgestellten Ansédtze und Verfahren fiir den Bereich
der Wissensentdeckung in Datenbanken ist, wird auch davon abh&ngen, wie
erschopfend und geschickt diese die von CLUST_DB und NUM_INT gewonnene
Information nutzen.

Es bleibt an dieser Stelle zu hoffen iibrig, dafi die vorgestellten Verfahren
CrusT_DB und NUM_INT in den ,, Werkzeugkasten* derer aufgenommen werden,
die sich mit der Wissensentdeckung in Datenbanken bzw. dem maschinellen
Lernen befassen.



Anhang A

Experimente zur
Dimensionsreduktion

Im folgenden wird die im Abschnitt 3.4.2 benutzte Auswertung von CLUST_DB
bzgl. der einzelnen Quellattribute By abgedruckt. Dabei entspricht mean
dem Mittelwert 5, und disp. der hier nicht relevanten Varianz Tsp, der

Ahnlichkeitswerte.! Die (nachtriglich) mit * gekennzeichneten Attribute wur-
den zur Dimensionsreduktion aus dem Datensatz entfernt.

A.1 Glass

separability of source-attributes (0: high, 1: low):

sim for RI: mean: 0.014677  disp.: 0.000259

sim for na: mean: 0.044065 disp.: 0.002099

sim for mg: mean: 0.064849 disp.: 0.006324
*sim for al: mean: 0.068351  disp.: 0.003045

sim for si: mean: 0.058594  disp.: 0.001951
*sim for k: mean: 0.111387 disp.: 0.002098
sim for ca: mean: 0.040718 disp.: 0.002470
*sim for ba: mean: 0.176298 disp.: 0.018932
*sim for fe: mean: 0.165748 disp.: 0.007411
A.2 TIris

separability of source-attributes (0: high, 1: low):

*sim for SEPAL_LENGTH: mean: 0.716667 disp.: 0.007222
*sim for SEPAL_WIDTH: mean: 0.716667 disp.: 0.007222
sim for PETAL_LENGTH: mean: 0.166667 disp.: 0.055556
sim for PETAL_WIDTH: mean: 0.250000 disp.: 0.041667

!9iehe hierzu auch Abschnitt 3.2.5.

69



ANHANG A. EXPERIMENTE ZUR DIMENSIONSREDUKTION

A.3 Hepatitis

separability of source-attributes

sim
sim
*sim
*sim
*sim
*sim
*sim
*sim
*sim
*sim
*sim
*sim
*sim
sim
sim
sim
sim
sim
*sim

for
for
for
for
for
for
for
for
for
for
for
for
for
for
for
for
for
for
for

AGE:

SEX:
STEROID:
ANTIVIRALS:
FATIGUE:
MALAISE:
ANOREXTA:
LIVER_BIG:
LIVER_FIRM:

SPLEEN_PALPABLE:

SPIDERS:
ASCITES:
VARICES:
BILIRUBIN:
ALK_PHOSPHATE:
SGOT:

ALBUMIN:
PROTIME:
HISTOLOGY:

mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:

A.4 Labor-negotiations

_ O O O OO R P P P P PP PP P 2 OO0

separability of source-attributes

.200000
.500000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.400000
.400000
.400000
.200000
.600000
.000000

.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000
.000000

O O O O O O OO OO OO OO OO OO oo

*sim
sim
*sim
*sim
*sim
sim
sim
*sim
sim
*sim
sim
*sim
sim
sim
sim
sim

for
for
for
for
for
for
for
for
for
for
for
for
for
for
for
for

DURATION:

WAGE_INCREASE_FIRST_YEAR:

WAGE_INCREASE_SECOND_YEAR:

WAGE_INCREASE_THIRD_YEAR:

COST_OF_LIVING_ADJUSTMENT:

WORKING_HOURS:
PENSION:
STANDBY_PAY:

SHIFT_DIFFERENTIAL:
EDUCATION_ALLOWANCE:
STATUTORY_HOLIDAYS:

VACATION:

LONGTERM_DISABILITY_ASSISTANCE:
CONTRIBUTION_TO_DENTAL_PLAN:

BEREAVEMENT _ASSISTANCE:

CONTRIBUTION_TO_HEALTH_PLAN:

mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:
mean:

O OO O, OFr OO O OO0 OO OO -

.000000
.600000
.800000
.800000
.666667
.600000
.666667
. 750000
.600000
.000000
.600000
.000000
.500000
.666667
.500000
.666667

disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
disp.:
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